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RESUMEN

La incidencia y prevalencia de dos enfermedades no transmisibles las cuales son diabetes mel-
litus y caries denta, estd en aumento, motivo principal por el que en los dltimos afios el estudio
de la relacion que hay entre estos dos padecimientos ha incrementado. Tanto la caries como
la diabetes, son enfermedades multifactoriales, que tienen diversos factores de riesgo que con-
tribuyen su inicio y progresion. Los factores de riesgo pueden clasificarse en bioldgicos, am-
bientales o socioconductuales, por mencionar algunos. La caries es problema de salud publica
a nivel mundial y es conocida como la enfermedad no transmisible més extendida. La dia-
betes actualmente estd afectando a la poblacion mexicana en niveles preocupantes, ocupando
el primer lugar en prevalencia de este padecimiento.

Debido a que ambas enfermedades son prevenibles, en este trabajo se propone ell uso de
una Red Nuronal Artificial que sea capaz de clasificar a los sujetos con presencia o ausencia de
estas afecciones, utilizando 31 caracteristicas que describen el estado del paciente. El modelo
es evaluado mediante analisis estadistico tomando en cuenta la precision, funcion de pérdida, el
area bajo la curva (AUC por sus siglas en inglés) y la curva de caracteristicas operativas recep-
toras (ROC por sus siglas en inglés). Se obtuvieron resultados estadisticamente significativos
tieniendo una precision de 0.99, AUC de 0.99 para las curvas ROC.

Palabras clave: Diabetes mellitus, NHANES 2013-2014, Redes neuronales artificiales,

Diagnéstico asistido por computadora, Caries.
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ABSTRACT

The incidence and prevalence of two non-transmissible diseases, there are diabetes melli-
tus and dental caries, is increasing, for this reason, in the recent years the relationship between
dental caries and diabetes mellitus studies are rising. Dental caries and diabetes are multifac-
torial diseases, they have many risks factors that contribute to the onset and progression. Risk
factors can be classified as biological, environmental or socio-behavioral. Caries is a public
health problem worldwide and is known as the most widespread noncommunicable disease.
Diabetes is currently affecting the Mexican population at worrying levels, occupying the first
place in prevalence of this condition.

Due to both diseases are preventable, this work proposes the use of an Artificial Neural
Network that is able to classifying subjects with the presence or absence of caries and diabetes,
using 31 characteristics that describe the patient’s condition.

The model is evaluated by statistical analysis taking into account the accuracy, loss func-
tion, the area under the curve (AUC) and the receiver operating characteristics curve (ROC).
Statistically significant results were obtained with an accuracy of 0.99, AUC of 0.99 for ROC
curves.

Keywords: Diabetes mellitus, NHANES 2013-2014, Artificial Neural Network, Computer-

aided diagnosis, Caries.
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Capitulo 1

Introduccion

En este capitulo se explica el concepto general referente a las enfermedades no transmis-
ibles, principalmente diabetes y caries. Dado el alto nimero de incidencias de ambas enfer-
medades, es importante encontrar la o las relaciones presentes entre caries y diabetes, para que
una vez identificadas sea posible el desarrollo de biomarcadores basados en determinantes so-
cioecondmicos y demogréficos que ayuden a la deteccidon temprana de dichos padecimientos,
debido a esto, se plantean un conjunto de hipétesis, las cuales se analizan bajo el desarrollo del
objetivo general y de los objetivos especificos correspondientes a esta investigacion.

Las Enfermedades No Transmisibles (ENT), también conocidas como Enfermedades Cronicas
No Transmisibles (ECNT), tienden a ser de larga duracién y solo se controlan, son la principal
causa de muerte y discapacidad en el mundo, segun la Organizacién Panaméricana de la Salud
(OPS) el término ENT hace referencia a un grupo de enfermedades que no son causadas prin-
cipalmente por una infeccién aguda, ademds tienen consecuencias para la salud a largo plazo
y con frecuencia crean necesidad de tratamientos y cuidados de por vida [1]. Las ENT son el
resultado de la combinacion de factores genéticos, fisiologicos, ambientales y conductuales, y
afectan a todos los grupos de edad, a todas las regiones y paises, centrandose en los paises de
ingresos bajos y medios, asi como en personas de edad avanzada [2].

Segun la Direccién Nacional de Promocién de la Salud y Control de Enfermedades No

Transmisibles, entre las ENT mas comunes se encuentran las enfermedades cardiovasculares,



como pueden ser infartos de miocardio o accidentes cerebrovasculares; el cancer; las enfer-
medades respiratorias cronicas tales como neumopatia obstructiva crénica o asma; la enfer-
medad renal; la diabetes y algunas enfermedades bucodentales [3]. Estas enfermedades rep-
resentan un 63% de muertes que se producen a nivel mundial, aproximadamente el 80% se
encuentran en los paises de bajos y medios ingresos afectando por igual a hombres y mujeres
[4].

La Organizacion Mundial de la Salud (OMS) define diabetes como una enfermedad cronica,
incurable, dindmica, de agravamiento progresivo y de larga duracion, la cual se presenta cuando
el pancreas no produce suficiente insulina o cuando el cuerpo no puede usar eficientemente la
insulina producida, debido a esto, los niveles de glucosa en la sangre incrementan por lo que
el cuerpo libera més cantidad de insulina teniendo como consecuencia que la produccién de
insulina disminuya constantemente, provocando altos niveles de azicar en la sangre, lo cual se
conoce como hiperglucemia [5, 6].

La diabetes puede clasificarse dentro de las siguientes categorias:

e Diabetes tipo 1: Consiste en la destruccion autoinmune de las células (3, lo que gen-

eralmente conduce a una deficiencia absoluta de insulina.

e Diabetes tipo 2: Ocurre debido a la pérdida progresiva de la secrecidn de insulina de

células 3 con frecuencia provocando resistencia a la insulina.

e Diabetes Gestacional: Este tipo de diabetes se genera a partir de la gestacion, siendo

diagnosticada en el segundo o tercer trimestre del embarazo.

¢ Tipos de diabetes especificos debidos a otras causas: Dentro de estos tipos de diabetes
se encuentra la diabetes neonatal, o la diabetes que se presenta al inicio de la madurez
en jovenes, otras causas son fibrosis quistica y la pancreatitis, ademés de la diabetes
inducida por drogas o productos quimicos, como puede ser el uso de glucocorticoides en

el tratamiento del VIH/SIDA o después de un transplante de 6rganos [7].



Dentro de la clasificacion de los tipos de diabetes mellitus resaltan dos, las cuales son
aquellas que se presentan en la poblacién con mayor frecuencia, estas son la diabetes mellitus
tipo 1 y tipo 2, esta ultima se caracteriza por hiperglucemia con grados variables de resistencia
insulinica, disminucion de la secrecion de insulina e incremento en la produccién de glucosa
hepética [8, 9].

La diabetes en etapas tempranas no suele producir sintomas, cuando se detecta tardiamente
y no se trata adecuadamente ocasiona complicaciones de salud, como pueden ser infartos del
corazdn; ceguera; falla renal; amputacion de extremidades inferiores y muerte prematura [10],
lo cual lleva a estimadar que la esperanza de vida de individuos con diabetes se reduce entre 5
y 10 afos [11].

Por otro lado, dentro de las enfermedades no transmisibles y especificamente tratandose
de salud oral o enfermedades bucodentales, destaca la caries, se define como un padecimiento
de origen multifactorial, con diferentes riegos que contribuyen a su apariciéon y su progreso,
estos factores de riesgo se pueden categorizar en biologicos, ambientales o socio-culturales.
Es importante mencionar que la caries es considerada como una enfermedad prevenible no
transmisible que se presenta en la mayoria de la poblacién a lo largo de su vida, con una
prevalencia que ronda entre el 60 y 90% mundialmente, afectando los tejidos duros de los
dientes, la caries comparte una serie de factores conductuales, socioeconémicos y de estilo de
vida con otras enfermedades no transmisibles como son la diabetes y el sobrepeso, por lo que
de igual manera deberia estar sujeto a un modelo similiar de control como las enfermedades
crénicas [12, 13, 14].

De acuerdo con la OPS el desarrollo de caries con frecuencia esta relacionada con el con-
sumo de carbohidratos, placa cariogénica, saliva, caracteristicas de la comida, tiempo de ex-
posicion, la eliminacion de la placa y la susceptibilidad del paciente, asi como, las pocas me-
didas preventivas en la salud oral y el acceso limitado a los servicios dentales especializados

[15].



1.1 Planteamiento del problema.

Existen grupos de personas de todas las edades, regiones y paises que son afectados por
enfermedades no transmisibles ya que son altamente vulnerabes a los factores de riesgo que
provocan la aparicion de estas enfermedades tales como son las dietas no saludables, falta de
actividad fisica, exposicion al tabaco y el uso constante del alcohol, segun algunos estudios,
hay 15 millones de muertes causadas por estas enfermedades en el grupo de edad que abarca
desde los 30 afios hasta los 69 afios [16]. Un factor relevante para que incremente el riesgo
de desarrollar ENT son las afecciones orales, las cuales son parte de las enfermedades que
afectan la calidad de vida de las personas, segun el Global Burden of Disease Study realizado
en 2016, se estim6 que las enfermedades orales afectan al menos a 3.58 billones de personas
en el mundo, siendo la caries,a cual se define como una padecimiento de origen multifactorial,
el padecimiento con mayor prevalencia de la cual se estima que a nivel global 2.4 billones de
personas sufren de caries en los dientes permanentes[17, 18]. El desarrollo de esta enfermedad
se concentra principalmente en poblaciones socialmente marginadas, representa un problema
debido a que los tratamientos para esta condicion son altamente costosos, ademas, de acuerdo
con la OMS, los padecimientos orales ocupan el cuarto lugar dentro de las causas mas costosas
por tratar [19]. Una vez que se tiene un padecimiento oral, incrementa el riesgo de desarrollar
otras ENT tales como problemas cardiovasculares, cerebrovasculares y diabetes mellitus.

La diabetes mellitus también es una ENT y segun los datos de 1a OMS y de la Federacion
Internacional de Diabetes (FID), el niimero de personas con este padecimiento estd incremen-
tando de manera exponencial en el mundo, siendo hoy en dia una de las principales causas de
muerte y dicapacidad en el mundo, presentando uno de los mas grandes retos del siglo XXI
para la salud [19, 20]. La Colaboracion de Factor de Riesgo de las ENT estima que el nimero
de personas con diabetes se ha cuadriplicado entre 1980 y 2014, la prevalencia estandarizada
por edad entre hombres adultos se duplico durante este tiempo y la prevalencia estandarizada
por edad entre mujeres adultas increment6 en un 60% [20]. Ademads, la diabetes tiene una
connotacion importante debido a que en el 2017 aproximadamente 451 millones de personas

con edades entre los 18 y 99 afios padecian diabetes, se predice que esta cifra incremente hasta



los 693 millones de personas para el 2045 [21]. Es importante mencionar que México ocupa el
sexto lugar con mayor cantidad de diabéticos, lo que corresponde a 6.4 millones de personas
en nuestro pais [22].

El problema se centra en que debido a que la caries y la diabetes son ENT multifactoriales,
se dificulta el control de incidencia y prevalencia, ademds de que los diagndsticos no se sue-
len obtener en etapas tempranas, lo que provoca el desarrollo de otros problemas en el cuerpo
humano, en el caso de la caries, una atencion tardia puede tener una realcion con la presencia
de diabetes mellitus, ademds de que dificulta el diagndstico y tratamiento de dichos padec-
imientos, por su lado, la diabetes mellitus tiene consecuencias que van desde ceguera hasta
muerte prematura. En ambas afecciones, se requiere de tratamientos continios administrados
tanto por profesionales de la salud como por el mismo paciente o familiares, teniendo como

consecuencia la generacion de gastos extraordinarios [23].

1.2 Justificacion.

El control de las enfermedades no transmisibles es actualmente una de las prioridades
en la Salud Publica dada la evolucion ascendente de la mortalidad que producen y el costo
econdmico, sanitario y social que provoca. Tanto la diabetes como la caries, tienen un origen
multifactorial, por lo cual es dificil decir las causas precisas que provocan este padecimento,
sin embargo, la implementacion de algoritmos y diferentes andlisis a través del diagndstico
asistido por computadora (CADx, por sus siglas en inglés) se proponen para dar un soporte
al diagndstico preventivo y la reduccion de los altos indices de prevalencia, buscando el de-
sarrollo de modelos de clasificacion y prediccion que contengan los principales factores que
potencializan el desarrollo de estos padecimientos e identificar a la poblacion que se encuentra
con mayor riesgo [24, 25].

Por otro lado, segtn algunos estudios, estos padecimientos suelen presentarse con mayor
recurrencia en areas rurales, por lo que por medio de la generacion de modelos que puedan
proporcionar informacion acerca un didgnostico en etapas tempranas de ambas enfemedades

se puede generar una herramienta basada en CADx de bajo costo que ayude al sector salud a



proporcionar informacién relevante del paciente con la finalidad de que se tenga la atencién
adecuada para el control de incidencias y prevalencias de estas afecciones.

Por medio de algunas técnicas de Inteligencia Artificial (IA), en la presente investigacion
se propone el analisis de factores demogréficos y socioecondmicos, con lo cual se pretende en-
contrar los determinates que proporcionen informacion relevante sobre ambos padecimientos,
y asi permita clasificar cuando un paciente padece ambas afecciones o en si en caso contrario,

no ha desarrollado ni caries ni diabetes.

1.3 Objetivo General

Desarrollar biomarcadores basados en determinantes socioeconémicos, dietéticos y de-
mograficos, obtenidos de las bases de datos de NHANES 2013-2014 que ayuden a la deteccién
oportuna de enfermedades multifactoriales no transmisibles, con el fin de clasificar sujetos

presencia de caries y diabetes.

1.4 Objetivos Especificos

e Identificar las caracteristicas que provocan el desarrollo de enfermedades no transmisi-
bles como son caries y diabetes mellitus en el paciente con base en la informacion de las

bases de datos NHANES 2013-2014.

e Desarrollar Redes Neuronales Artificiales Profundas (RNA) de diferentes arquitecturas
para la comparacion de la precision en la clasificiacion de pacientes con enfermedades

no transmisibles.

e Evaluar los modelos, obtenidos de las diferentes arquitecturas de las redes neuronales

implementadas, a través de diferentes métricas.

e Analizar y evaluar el modelo con mejor desempefio , buscanado obtener un porcentaje
mayor al 95% de precision en la clasificacion de pacientes con enfermedades no tran-

simisibles correspondientes a caries y diabetes mellitus.



1.5 Hipoétesis

Es posible clasificar con una precision mayor al 95% aquellos pacientes con enfermedades
no transmisibles, tal como son caries y diabetes mellitus, a través de la implementacién de
Redes Neuronales Artificiales Profundas entrenadas con descriptores demogréficos, dietéticos

y socioeconomicos, obtenidos de las bases de datos de NHANES 2013-2014.

1.6 Estado del Arte

De acuerdo con la literatura, se han realizado diferentes implementaciones tanto para el
estudio de caries y diabetes de manera individual como para el estudio de ambas enfermedades
simultineamente por medio de sistemas CADx.

Para el caso especifico de diabetes, Carnimeo et al. [26] propone la deteccién automatica
de sintomas de diabetes en imagenes de retina haciendo uso de una red neuronal con perceptron
multicapa. Este trabajo consiste en entrenar la red neuronal utilizando algoritmos para eval-
uar el umbral global 6ptimo que pueda minimizar los errores de clasificacion de pixeles. El
rendimiento del sistema es evaluado por un indice adecuado para proporcionar una medida por-
centual en la deteccion de regiones sospechosas del ojo basado en el subsistema neuro-difuso.
Ademas, Chen et al. [27] propone un sistema 5G-Smart Diabetes basado en CADX, en el cual
se utilian diferentes técnicas de aprendizaje automatico y big data para realizar un andlisis de
pacientes que sufren diabetes. Por otro lado, Cappon et al. [28] desarrolla una herramienta
basada en RNA, optimizando y personalizando el cdlculo del bolus a través del monitoreo de
los niveles de glucosa, obteniendo informacién utili y accesible sobre los pacientes, y esto
permite saber si un paciente desarroll6 diabtes.

Dentro de los estudios enfocados a caries, Ghazal et al. [29] se realiza un analisis en un
modelado de riesgos multivariado y bivariado para buscar la relacion entre las covariables de-
pendientes y no dependientes del tiempo en ralacién con la caries de los diantes permanentes
entre nifios afroamericanos con un estao socio-econémico bajo. Lee et al. [30] proponen
la deteccion y diagnodstico de caries haciendo uso del aprendizaje profundo, implementando

RNA convolucionales, donde se evalud la eficiencia de la RNA convolucional en la deteccion



y dignostico de caries en radiografias periapicales, se utilizaron 3000 imagenes de las cuales
el 80% fueron para entrenar y validar la red neuronal y el 20% para realizar pruebas, de igual
manera, se implement6 la red pre-entrenada GoogleNet Inception v2. Por otro lado, en la in-
vestigacion de Brito et al. [31] se propone un estudio que tiene la finalidad de determinar la
prevalencia de caries y los factores asociados a nifios en Brasil. En dicho estudio se analizaron
variables socio-demograficas y de comportamiento por medio de un arbol de decision induc-
tivo.

Finalmente, hay algunos estudios que involucran el analisis de ambas enfermedades, tal
como la investigacion de Lai et al. [32] donde se desarrolla una evaluacion de la diferencia
en la experiencia de caries en nifios diabéticos y no diabéticos, obteniendo que se encontrd
un mayor nimero de sujetos sin caries en sujetos diabéticos con buen control metabdlico (p
<0.1 ), lo cual indica que los nifios diabéticos con un mal metabolismo tienen riesgo alto
de padecer caries. Existe otro estudio presentado en el trabajo de Barylo et al. [33] que se
enfoca en los efectos que tiene la diabetes mellitus en pacientes con salud oral a través de
un andlisis estadistico utilizando pruebas de estudiantes, segin los resultados obtenidos, se
concluye que la diabetes tiene un efecto directo en la salud oral, mostrando que el nivel de
atencion dental médica y preventiva debe aumentarse para pacientes con diabetes. Por otro
lado en el trabajo presentado por Latti et al. [34] se presenta una evaluacion de los efectos de
la diabetes mellitus sobre los microorganismos de la caries dental responsables de la caries, a
través de una técnica de indice de buisqueda en profundidad (DFS, por sus siglas en inglés).
Los resultados mostraron que la caries dental, entre otros factores, aumenta en los diabéticos a
comparacion de los sujetos control, existiendo una relacién entre diabetes mellitus, microbiota
oral y caries. En el caso de Ferizi et al. [35] se propone un trabajo basado en CADX, en el cual
se busca la influencia de Diabetes Mellitus Tipo 1 (DMTT1) sobre la caries. Por medio de una
comparacion estadistica, los datos recopilados de un conjunto de controles y casos (presencia
de DMT1 y caries) se analizaron mediante la prueba de chi-squared test y la prueba Mann-
Whitney U-test, obteniendo una relacion significativa entre los sujetos con DMT1 y la presencia
de caries (p <0.001), siendo posible concluir que la DMT1 tiene una parte importante en la

salud oral, ya que parece que las personas con DMT1 presentan un mayor riesgo de caries.



Pinho et al.[36] proponen la evaluacién del impacto de problemas orales dependiendo de la
calidad de vida de pacientes que presentan DMT?2 por medio del anélisis de datos basados en
estadistica descriptica, analisis bivariante y regresion logistica. Los resultados exponen que la
prevalencia del impacto en la calidad de vida relacionada con la salud bucal fue del 47%. En
el andlisis multivariado, las variables que permanecieron significativamente asociadas con un
impacto negativo en la calidad de vida fueron la xerostomia, necesidad de dentadura postiza y
periodontitis. Por ultimo la investigacion de Song et al. [37] explica la asociacion entre DMT2
y la caries no tratada, con la finalidad de identificar la diabetes como un factor de riesgo de
la caries, los resultados muestran que la prevalencia de caries y diabetes no controlada fue un

26% mas alta a comparacion de aquellos que tienen una tolerancia normal a la glucosa.

1.7 Estructura de la tesis.

El presente trabajo de investigacion, estd compuesto por 5 capitulos distribuidos como a

continuacion de explica.

e EIl capitulo 1 contiene una introduccién al trabajo desarrollado, incluyendo la prob-

lematica, justificacion, hip6tesis, objetivos, etc.

e El capitulo 2 contiene un panorama general sobre las enfermedades no transmisibles,
a su vez se explican las herramientas y conceptos utilizados para el desarrollo de esta

investigacion.

e En el capitulo 3 se explica la metodologia y experimentacion que se llevo a cabo a lo

largo del desarrollo del presente trabajo.

e En el capitulo 4 se abarcan los resultados obtenidos y un apartado de discusion sobre los

resultados generales del trabjo.

e Finalmente, en el capitulo 6 se encuentran las conclusiones y el trabajo futuro propuesto.



Capitulo 2

Redes Neuronales Artificiales enfocadas a
enfermedades no transmisibles.

En este capitulo se describirdn las circunstancias por las cuales se desarrollan las enfer-
medades no transmisibles, de esta manera se proporciona un panorama sobre el enfoque en el
que se estd desarrollando la presente investigacion, dando a conocer los datos, herramientas y
algoritmos con los cuales fue posible la extraccion y el andlisis de la informacién. Con base
en los datos experimentales y realizando un anélisis de correlacion se lograr primeramente de-
tectar las caracteristicas y la relacion entre ellas que provoca la aparicion de enfermedades no
transmisibles, una vez identificadas se muestra el desarrollo de los biomarcadores pertinentes
para la deteccion de diabetes a través de RNA profundas describiendo la arquitectura que logré
el mayor porcentaje de precision en la clasificacion de pacientes con y sin las enfermedades no

transmisibles.

2.1 Enfermedades no transmisbles.

Existen cuatro enfermedades no transmisibles principales las cuales son: enfermedades
cardiovasculares, cancer, diabetes y enfermedades respiratorias cronicas. Aproximadamente
40 millones de personas mueren al afio. Incluyendo 15 millones de personas que murieron en
un rango de edad que va de los 30 a los 69 aiios. Arriba del 80% de las estas muertes prematuras

se centran en paises con ingresos medios o bajos.[38] Las factores de riesgo mas comunes que
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provocan el desarrollo de enfermedades no transmisibles se encuentran englobados en cuatro

comportamientos particulares los cuales son:
e Uso del tabaco.
e Falta de actividad fisica.
e Alimentacion no adecuada.
e Uso perjudicial del alcohol.

Los comportamientos anteriores son la llave de los cambios psicolégicos y metabdlicos, tales
son: incremento de la presion arterial, sobrepeso/ obesidad, incremento de glucosa en la sangre

y el incremento del colesterol [4].

En este estudio se realiza un enfoque a la investigacion de dos enfermedades multifactoriales
no transmisibles, las cuales son diabetes y caries. La diabetes tipo 2 es un desorden metabdlico
multifactorial y poligénico, esta patogenesia esta influenciada por diversos factores de riesgo
ambientales y genéticos[39]. La diabetes tipo 2 estd caracterizada por hiperglucemia, con
variaciones en los grados de insulina, con un dafo con respecto a la secrecion de insulina y un
incremento en la produccion de la glucosa hepatica[40].

La prevalencia en el mundo de diabetes tipo dos estd incrementando de manera rapida y se
predice que incremente a 225 millones para el final de la decada y 300 millones para el afio
2025 [41]. En México, la prevalencia de diabetes ha incrementado dramaticamente, y se ha
estimado que el 10% de los adultos tienen este padecimiento, ademds de que la diabetes y sus
complicaciones son la primer causa de muertes en mujeres mexicanas y la segunda causa en

hombres [42].

La caries es una condicion frecuente en salud oral, la cual esta definida como una enfermedad
multifactorial y es considerada el principal problema de salud publica del mundo, siendo la
enfermedad no transmisible mas comun.

De acuerdo con la Organizacion Mundial de la Salud, la caries afecta entre un 60% y un 90%
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de la poblacién. La mayor desventaja de este padecimiento es la marginacion social, lo cual
representa un problema tomando en cuenta que los tratamientos para esta condiciéon pueden
ser muy costosos economicamente, las enfermedades bucales ocupan el cuarto lugar de los
padecimientos mas caros de tratar de acuerdo con la Organizacion Mundial de la Salud, lo
cual limita el acceso a esta atencion en algunos paises. Esta condicion puede provocar dolor e
infecciones en una region especifica que va progresando a través de la pulpa dental, donde si
no se realiza un tratamiento oportuno, puede provocar absesos dentales [43]. Esto representa
muchos factores de riesgo que contribuyen al progreso de la condicion [44]. De acuerdo con
la OPS, el desarrollo de caries depende de la frecuencia del consumo de carbohidratos, placas
caridgenicas, saliva, las caracteristicas de la comida, el tiempo de exposicion, eliminacion de
placas y susceptibilidad del paciente, asi como las escasas medidas de prevencién correspon-

dientes a salud oral y el acceso limitado a los servicios dentales especializados.

2.2 Diabetes Mellitus.

La Diabetes Mellitus (DM) se define como una enfermedad sistémica, cronicodegenerativa,
de caracter heterogéneo, con grados de predisposicion hereitaria y con participacion de diversos
factores ambientales [45]. Perner Serena afirma que la DMT2 no se distribuye igual en los
diferentes grupos de la sociedad, esto debido a que se presenta mayor incidencia en las personas
con un nivel socioecondmico bajo, a su vez, tienen mayor nimero de complicaciones y una
tasa mds alta de mortalidad, en este estudio, se le atribuyen las consecuencias mencionadas a
la diferencia que existe para el acceso de alimentos, la disponibilidad de los mismos, la falta
de espacios para realizar actividad fisica. [46].

La DM pertenece un grupo de enfermedades metabdlicas y es consecuencia de la deficien-
cia en el efecto de la insulina causada por una alteracién en la funcién endocrina del pancreas
o por la alteracion de los tejidos efectores, que pierden su sensibilidad a la insulina. [47].

En la figura 2.1 se muestra la fisiopatologia celular correspondiente a la diabetes, en la
primer fila, se presenta el proceso que se lleva a cabo cuando el sujeto no presenta ningun tipo

de diabetes, en la segunda columna se observa la manera en que funciona el pancreas si el sujeto
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presenta diabetes tipo 1, la cual ocurre cuando existe una falla en la produccion pancreatica de
insulina, y finalmente en la tercer columna se muestran la actividad célular cuando el sujeto
tiene diabetes tipo 2, la cual se presenta cuano las células no responden apropiadamente a
la insulina. La DMT?2 se asocia con la falta de adaptacién al incremento en la demanda de
insulina, ademads de pérdida de la masa celular por la glucotoxicidad. En este tipo de diabetes,

el receptor de la insulina presenta alteraciones en su funcion.

Sano
— Glucosa . RE‘EE"P‘IOF de
\; f Insulina
@ ‘'Q®
Insulina
_‘Diahetes tipo1 Glumsa: <
% Receptorde
x P Insulina
Falla en la produccidn
pancredtica de insulina
Diabetes tipo 2 Glucosa® —Receptor de
i At s * Insulina
o
o ] Las células no responden
Insulina @ Iaprupiadamenrea la
insulina

Figura 2.1 Fisiopatologia celular de la diabetes tipo 1 y 2.

2.2.1 Factores de Riesgo de la Diabetes.

De acuerdo con la Norma Oficial Mexicana 015 (NOM-015) y la OMS, los factores de
riesgo para la DM, son aquellos que incrementan la posibilidad para e desarrollo del padec-

imiento, principalmente [45]:
e Antecedentes hereitarios.
e Edad mayor a 45 afios.

e Falta de actividad fisica (caminar menos de media hora todos los dias).
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e Sobrepeso y obesidad, definidos como un Indice de Masa Corporal (IMC) mayor a 25 y
30 respectivamente y una circunferencia de cintura mayor de 80 cm para las mujeres y

90 cm en los hombres.

e Estrés prolongado, dado el vinculo que tienen ciertas sustancias o moléculas elementales

para el metabolismo de la glucosa.
e Consumo de alcohol, mas de dos copas al dia en hombres y mds de una en mujeres.
e Consumo de tabaco.

e Consumo de medicamentos como las tiazidas, glucocorticoides, difenilhidantoina y blo-

queadores beta-adrenérgico .

Es de suma importancia hacer un cambio en los hébitos diarios de los sujetos con diabetes, ya
que de no existir alguna modificacién se puede desarrollar complicaciones tales como com-
plicaciones en la piel, complicaciones en los ojos, neuropatia, complicaciones en los pies,
cetoacidosis, enfermedad renal, derrame cerebral, sindrome hiperglucémico hiperosmolar no
ctdsico, gastroparesia, enfermedades del corazén, salud mental, problemas en el embarazo, en-
tre otras, todas estas complicaciones disminuyen la esperanza de vida del sujeto ademas de que

incrementa los gastos médicos, por lo que se la situacion del sujeto se vuelve atin més delicada.

2.3 Caries Dental.

Se considera caries dental como un proceso patolégico complejo que afecta a las estructuras
dentarias y se caracteriza por un desequilibrio bioquimico; de no ser revertido a favor de los
factores de resistencia, conduce a cavitacion y alteraciones del complejo dentino-pulpar[48].
Ademas, la caries es un proceso complejo multifactorial que afecta a los tejidos dentales. Este
padecimiento causa la destruccion del estmalte dental cuando el proceso dindmico de desmin-
eralizacion y remineralizacion constante se altera por el exceso de produccion de los acidos.
La caries se puede observar en primer instancia como una opacidad o decoloracion del esmalte
dental que, si no recibe las medidas de control, avanza hasta llegar a generar cavidades y efec-

tos en otros tejidos dentales. Cuando la caries no es tratada adecuadamente, puede producir
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problemas al comer y/o dormir, a su vez, la caries es la causa principal de ausentismo escolar
y laboral [49].

En la figura 2.2 se muestra la composicion dental, la cual se divide en tres partes principales:

e Corona, la cual se compone del esmalte y la dentina.
e Encia, incluye la gengiva y la cavidad pulpar.

e Raiz, involucra el conducto, cemento, periodonto, hueso maxilar, los nervios y vasos

sanguineos.

ESMALTE

COROMA
DEMNTINA

GEMGIVA
CAVIDAD PULPAR

CONDUCTD

PERIDDONTD

HUESD MAXILAR

NERVIOS
VASOS SANGUINEDS

Figura 2.2 Composicién dental.

En la figura 2.3 se muestra con mayor detalle la manera en que afecta al diente la caries
no tratada adecuadamente, en primer lugar se encuentra la caries superficial, la cual aparece
en el esmalte del diente, de ahi pasa a la caries avanzada, ocurre cuando la caries profundiza
hasta llegar a la dentina, posteriormente pasa a ser pulpitis, locual significa que la caries avanzé
hasta llegar a la pulpa dental y finalmente es posible desarrollar periodontitis, la cual es una
infeccion grave de las encias que dafia el tejido blando y destruye el hueso que sostiene los

dientes, las consecuencias pueden llegar a tener pédida del diente afectado.
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CARIES SUPERFICIAL CARIES AVANZADA PULPITIS PERIODONTITIS

Figura 2.3 Caries dental y caries dental avanzada.

2.3.1 Factores de Riesgo de la Caries.

Existen diferentes factores que se ven involucrados en el desarrollo de caries. Segun New-
brun estos se pueden clasificar en cuatro conjuntos principales, los cuales son el factor huésped,

bacterias, tiempo y sustrato.

Bacterias |

Huésped | Caries :u Tiempo |

Sustrato |

Figura 2.4 Factores de riesgo involucrados en el desarrollo de caries.

2.3.2 Huésped.

El factor huésped se contiene a dos grupos principales, los cuales son dientes y saliva.
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El diente tiene areas que son susceptibles al desarrollo de caries como las fosas y fisuras,
a su vez, la posicion de los dientes tiene relaicon directa con el acimulo de placa, una vez
que se presenta este padecimeinto, comienza a existir dolor en la zona calcificada, esto se
debe a que el esmalte se vuelve facil de destruir. A pesar de que la saliva suele ser un factor
protector, también es un factor de riesgo, debido a que la presencia de carbohidratos retenidos y

microorganismos bucales se encuentran en medios constantes y expuestos, como lo es la saliva.

2.3.3 Bacterias.

Este factor se presenta debido a que la cavidad bucal contiene placa bacteriana, Streptococ-
cus mutans y Lactobacillus spp.

La placa bacteriana hace referencia a un ecosistema micribiano compuesto de diferentes
estructuras microbianas que suelen agruparse sobre la superficie de la estructura dentaria. De-
bido a que las bacterias requieren del huésped para su sobrevivencia, se considera parasitaria.
Para el caso de Streptococcus mutans, se habla de una bacteria Gram positiva, la cual tiene la
capacidad de adherirse a la superficie del diente. Cabe destacar que entre esta bacteria y la
caries no existe una relacion absoluta, ya que pueden existir grandes cantidaes de esta bacte-
ria y aun asi no tener un progreso de caries. Los Lactobacillus spp, son recurrentes debido
a la ingesta frecuente de carbohidratos, una vez que se presentan estas bacterias se acelera el

progreso de caries en el sujeto.

2.3.4 Tiempo.

Newbrun agrega el factor tiempo con la finalidad de hacer més precisos los modelos que le
anteceden, una vez que se afiade este nuevo factor, se determina que existen los llamados fac-
tores etiologicos moduladores que al igual que los factores etidligicos primarios son causantes
de caries; entre ellos se encuentra el tiempo, la edad, salud general, flior, nivel de instruccidn,
nivel socio-econémico, experiencias anteriores de caries, grupo epidemioldgico al igual que

variables de comportamiento.



18

2.3.5 Sustrato.

Con el factor sustrato, se hace referencia principalmente a los factores de dieta tomando en
cuenta el tipo y proporcién del alimento que el sujeto consume diariamente. Por ejemplo, en el
estudio de Bart et al. se encontré que existe una relacion intima entre la caries y el consumo de
azucares, aunque también concluyen que es importante realizar mas estudios con la intencién
de determinar los factores que aporten informacion sobre porque no todas las personas con un

consumo elevando de azucar desarrollan caries.

2.4 Aprendizaje automatico.

El aprendizaje automatico, también conocido como machine learning, es una disciplina en
ciencias de la computacién, donde las computadoras son programadas para aprender patrones
en conjuntos de datos. El objetivo principal de esta disciplina es obtener un modelo predic-
tivo basado en reglas matematicas y estadisticas tomando en cuenta las caracteristicas que se
encuentan en una base de datos.

En la Figura 2.5 se muestra el proceso que se sigue al implementar el aprendizaje au-
tomatico. Como entrada a los algoritmos de machine learnig, se tienen caracteristicas y etique-
tas sobre un conjunto de muestras. Las caracteristicas son todas aquellas medidas o datos que
se encuentran en todas las muestras, estas se pueden encontrar en crudo o con alguna transfor-
macién matemadtica, por otro lado, las etiquetas hacen referencia a lo que el modelo pretende
predecir (la salida del modelo). El siguiente paso es hacer que el modelo aprenda ya sea a
través del aprendizaje no supervisado o aprendizaje superisado, dependiendo del problema que
se presente, una vez entrenado el algoritmo se hacen predicciones y validaciones con datos

nuevos.
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Figura 2.5 Proceso del aprendizaje automatico.

Aprendizaje no supervisado: Existen ocasiones en las se desconocen las llamadas eti-
quetas para los datos de entrada o en algunos casos las etiquetas son erroneas, para este tipo
de problemas se hace uso de técnicas de aprendizaje no supervisado. Estos métodos agrupan
subconjuntos de las muestras, las cuales tienen caracteriticas similares, una vez que se tiene un
nuevo dato a clasificar, se tienen dos opciones, la primera consiste en asignar el dato nuevo a
un cluster existente, la segunda opcidn es ejecutar nuevamente el agrupamiento incluyendo el
o los datos nuevos. También tienen la ventaja de que permiten visualizar dimensiones grandes
de entrada de datos.

Aprendizaje supervisado: Para poder hacer uso de métodos supervisados, es fundamental
contar con las etiquetas correspondientes a los datos de entrada, debido a que dichas etiquetas
se utilizan para entrenar el modelo y asi reconocer patrones predictivos y lograr clasificar datos

nuevos.

2.5 Redes Neuronales Artificiales Profundas.

Desde hace algunos afios, muchos procesos computacionales han sido investigados en con-
junto con las nuevas técnicas de inteligencia artificial, mineria de datos y el uso de diferentes
algoritmos, dentro de este conjunto de herramientas se encuentran las redes neuronales arti-
ficiales. Una red neuronal es un sistema adaptativo que puede cambiar los pardmetros de su

estructura para clasificar un problema basado en la informacién interna o externa que fluye a
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través de la red. Una red neuronal también puede clasificarse como un instrumento de mod-
elacién no lineal y puede usarse para modelar sistemas con entradas y salidas complejas, por
lo que existen numerosas conexiones entre los nodos de los datos[50, 51].

Las RNAs tienen su base en las Redes Neuronales Bioldgicas (RNB), en la figura 2.6 [52] se
muestran los componentes de las neuronas. Se puede considerar una neurona como una unidad
estructural y funcional del tejido nervioso, su principal objetivo es desarrollar operaciones de
sintesis y procesamiento de informacion. Se estima que el cerebro humano cuenta con mas
de cien millones de neuronas y sinapsis (conexiones entre neuronas) en el sistema nervioso, lo
que hace posible el procesamiento de informacién. Las dendritas reciben sefiales de entrada
procedentes de otras neuronas por medio de las sinapsis. La neurona se compone de tres
partes principales, comenzando por el cuerpo de la neurona; después las dentrinas, que reciben
las entradas; finalmente el ax6n, que es el encargado de llevar la salida de la neurona a las

dentrinas de otras neuronas por medio de diferencias de potencial eléctrico [52, 53].

./

™~ sinapsis

axon

~——— dendritas

Figura 2.6 Componentes principales de la neurona.

En la figura 2.7 [52] se muestra el modelo matematico de una neurona con sus elementos

principales, los cuales son un conjunto de sinapsis o conexiones caracterizadas por su peso; un
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sumador Y, el cual produce la suma ponderada de las entradas segin los pesos de las conex-
iones; y finalmente una funcién de activacién, tambien conocida como funcién de transferen-
cia, la cual tiene como objetivo limitar la amplitud de la salida generada por la neurona. En
algunas ocasiones se incluye el llamado umbral, cuya tarea es controlar el nivel a partir del cual

la neurona produce su salida [52].
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Figura 2.7 Modelo matemdtico de una neurona.

Las RNA pueden implementarse dentro del llamado aprendizaje profundo, también cono-
cido como deep learning, el cual es un subconjunto de aprendizaje automdtico. Se habla de
aprendizaje profundo cuando existen modelos contruidos por multiples capas de procesamiento
que permiten el aprendizaje de representaciones jerarquicas de diferentes niveles de abtraccién
[54]. En el aprendizaje profundo se hace principalmente uuso del aprendizaje supervisado, ya
que asi es posible medir el error o la distancia entre las puntuaciones de salida y los patrones
deseados de dichas puntuaciones, una vez con este cdlculo, se modifican los pesos para hacer
que el error se reduzca. Estos pesos se pueden ajustar de manera adecuada calculando un vector

de gradiente, el cual, por cada peso incrementard o en su defecto reducira el error.
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En términos generales, una RNA profunda intenta modelar la relacion entre las entidades

de entrada y la caracteristica de salida, tomando en cuenta tres elementos principales:

e Pesos, se refiere a un conjunto de conexiones que son los elementos que conectan la

sefial de entrada con una neurona a través del calculo de su producto,

e Funcion de activacion, que afecta a las neuronas que limitan la amplitud de la salida

con un valor finito,
e Un elemento que resume las contribuciones de una sefial ponderada.

Ademas las RNAs profundas acumulan sus conocimientos detectando los patrones y las
relaciones en los datos y aprenden a través de la experiencia, no de la programacién. Una RNA
profunda se forma a partir de cientos de unidades individuales, llamadas neuronas, conectadas
con coeficientes, llamadas ponderaciones, que constituyen la estructura neuronal y estdn orga-
nizadas en capas. El nimero de capas es modificable como el nimero de neuronas en cada
capa. El poder de los calculos neuronales proviene de la conexién de las neuronas en una red.
Cada elemento de procesamiento tiene entradas ponderadas, una funcion de transferencia y
una salida. El comportamiento de una RNA profunda estd determinado por las funciones de
transferencia de sus neuronas, la regla de aprendizaje y la arquitectura en si. Los pesos son los

parametros ajustables y, en ese sentido, una RNA profunda es un sistema parametrizado [55].

2.5.1 Perceptron multicapa.

El perceptron multicapa se muestra en la figura 2.8, consiste en una RNA profunda formada
por multiples capas, esto le permite resolver problemas que no son linealmente separables, lo
cual es la principal limitacion del perceptron. El perceptron multicapa puede ser totalmente o

(1344}

localmente conectado. En el primer caso cada salida de una neurona de la capa “i” es entrada
de todas las neuronas de la capa “i+1”, mientras que en el segundo cada neurona de la capa “i”
es entrada de una serie de neuronas (region) de la capa “i+1”.

Las capas pueden clasificarse en tres tipos:
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e Capa de entrada: Se constituye por aquellas neuronas que introducen los patrones de

entrada en la red. En estas neuronas no se produce procesamiento.

e (Capas ocultas: Formada por aquellas neuronas cuyas entradas provienen de capas ante-

riores y cuyas salidas pasan a neuronas de coapas posteriores.

e Capa de salida: Neuronas cuyos valores de salida se corresponden con las salidas de

toda la Red Neuronal Artificial.

Capa de Capa Capa de
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Entrada 1 o
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Ry

—(3
Entraca n rl_,_} .d_'_._,_,_._.---""' @
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Figura 2.8 Ejemplo de perceptron multicapa.

2.5.1.1 Propagacion hacia atras.

En una red de propagacion hacia atrds existe una capa de entrada con n neuronas y una
capa de salida con m neuronas y al menos una capa oculta de neuronas internas. Cada neurona
de una capa (excepto las de entrada) recibe entradas de todas las neuronas de la capa anterior
y envia su salida a todas las neuronas de la capa posterior (excepto las de salida). No hay

conexiones hacia atrds feedback ni laterales entre las neuronas de la misma capa.

La aplicacion del algoritmo tiene dos fases, una hacia adelante y otra hacia atrds. Durante
la primera fase el patrén de entrada es presentado a la red y propagado a través de las capas
hasta llegar a la capa de salida. Obtenidos los valores de salida de la red, se inicia la segunda
fase, comparandose éstos valores con la salida esperada para asi obtener el error. Se ajustan

los pesos de la ultima capa proporcionalmente al error. Se pasa a la capa anterior con una
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retropopagacion del error, ajustando los pesos y continuando con este proceso hasta llegar a
la primera capa. De esta manera se han modificado los pesos de las conexiones de la red para
cada patron de aprendizaje del problema, del que conociamos su valor de entrada y la salida
deseada que deberia generar la red ante dicho patrén.

La técnica de propagacion hacia atrds requiere el uso de neuronas cuya funcion de acti-
vacion sea continua, y por lo tanto, diferenciable. Generalmente, la funcion utilizada sera del
tipo sigmoidal.

Algoritmo de entrenamiento.

e Paso 1. Inicializar los pesos de la red con valores pequefios aleatorios.

e Paso 2. Presentar un patrén de entrada y especificar la salida deseada que debe generar

la red.

e Paso 3. Calcular la salida actual de la red. Para ello se presentan las entradas a lared y
se calcula la salida de cada capa hasta llegar a la capa de salida, ésta serd la salida de la
red.

Los pasos son los siguientes:

1. Se calculan las entradas netas para las neuronas ocultas procedentes de las neuronas

de entrada.

— Para una neurona j oculta:
N
ho_ h h
i=1

en donde el indice h se refiere a magnitudes de la capa oculta; el subindice p,
al pésimo vector de entrenamiento, y j a la jésima neurona oculta. El término

© puede ser opcional, pues actia como una entrada mas.

2. Se calculan las salidas de las neuronas ocultas:

Ypj = [1(netl). (2.2)
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3. Se realizan los mismos célculos para ibtener las salidas de las neuronas de salida:

L

nety, = wiyy; + 0f (2.3)
j=1

Yok = fr(netpyy). (2.4)

e Paso 4. Calcular los términos de error para todas las neuronas.

Si la neurona k es una neurona de la capa de salida, el valor de delta es:

S = (dpk — ypr [ (netyy)) (2.5)

La funcion f debe de ser derivable. En general se dispone de dos formas de funcién

de salida:

— La funcién lineal:

fe(netjp) = netjy, (2.6)
— La funcién sigmoidal:
1
fulnetie) = 1= 2.7

e Paso 5. Actualizacion de los pesos:
Se hace uso de un algoritmo recursivo, comenzando por las neuronas de salida y traba-
jando hacia atrds hasta llegar a la capa de entrada, ajustando los pesos de la siguiente

forma:

— Para los pesos de las neuronas de la capa de salida:
wp (t+ 1) = wi,(t) + Awp;(t+ 1) (2.8)

Awg(t +1) = ady (2.9)
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— Para los pesos de las neuronas de la capa oculta:
whi(t+1) = wl(t) + Awli(t + 1) (2.10)
Awli(t+1) = adyyp;ty (2.11)

e Paso 6. El proceso se repite hasta que el término de error de la ecuacién 2.12 resulta

aceptablemente pequefio para cada uno de los patrones aprendidos.[56][57]

1
Ey=5> 0 (2.12)

Las aplicaciones del perceptron multicapa son variadas, frecuentemente se utilizan para
pronodsticos y en su mayoria para la clasificacion de diferentes eventos. En este proyecto se
hizo uso del perceptron multicapa con un entrenamiendo basado en la propagacién hacia atrés

para la clasificacion de pacientes con y sin ENT como diabetes y caries.

2.5.2 Funciones de activacion.

La funcidn de activacion es requerida para que una vez que la entrada neta ha sido calculada,
se transforme en el valor de activacion, o activacion simplemente y una vez hecho esto se puede
aplicar una funcidn de salida que es la encargada de transformar el valor de la entrada neta en el
valor de salida del nodo [58]. De manera simple podemos decir que las funciones de activacion
son una funcién que limitan la salida de la sefial a un valor finito.

Las funciones de activaciéon comumente deben de ser no lineales, a continuacion se describe
la funcién de activacién ReLu y Softmax, las cuales fueron implementadas en la presente

investigacion.
2.5.2.1 Unidad Lineal Rectificada (ReLu).

Actualmente es comun aplicar la funcidon de activacion ReLu en la implementacion de Re-
des Neuronales Artificiales de aprendizaje profundo, especificamente para las capas ocutas.

Como se muestra en la ecuacion 2.13 la funciéon ReLu indica que la entrada va a ser igual a la
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misma entrada si dicha entrada es mayor o igual que 0, en caso contrario, la salida correspon-

dera a 0. La funcién ReLu es una funcion de activacion no diferenciable en z=0.

siz<0 O
ReLu(z) = (2.13)

siz>0 =z
Las funciones de activacion ReLu son las funciones de activacion mas simples, ademads
esta funcidn es mas rdpida al entrenar una RNA de gran tamafio. Por otro lado, tiene menos
problema con el desvanecimiento del gradientes en modelos profundos, pero una desventaja
que conlleva es que la RNA puede detener el proceso que esté realizando si es que se hace uno

de una tasa de aprendizaje muy alta.

En la figura 2.9 se muestra la grafica relacionada con el comportamiento de la funcién de acti-
vacion ReLu, la cual indica que todos aquellos elementos positivos se mantienen sin cambios,

mientras que por otro lado los valores correspondientes a nimeros negativos se convierten en

CEros.

RelU

. R(z) =maz(0, z)

Figura 2.9 Gréfica de la funcién de activacion ReLu.

2.5.2.2 Softmax.

La funcion Softmax es utilizada para forzar la salida de tal modo que la suma total de los
valores sea igual a uno. Esto se refiere a que la salida de la funcién softmax es equivalente a una
distribucién probabilistica categorica, la cual indica la probabilidad de que alguna de las clases
que se tengan sea verdadera. La principal ventaja de usar softmax es el rango de la probabilidad

de la salida. El rango se encontrard entre O y 1, y la suma de todas las probabilidades sera igual
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a uno. Si la funcién softmax es utilizada para un modelo de multiclasificacion, esta regresard
la probabilidad de que la salida corresponda a cada una de las clases y la clase ideal tendré la
probabilidad més alta.

Matematicamente la funcién softmax se muestra en la ecuacion 2.14, donde z es un vector
que contiene las entradas que corresponden a la capa de salida, j se encarga de indexar las
unidades de salida por lo que j=1,2, . . . , K. Esta ecuacidn, calcula la exponencial de los valores
de entrada proporcionados y la suma del exponencial de todos los valores correspondientes al
vector de entrada. Entonces la proporcion del exponencial de los valores de entrada y la suma

exponencial de los valores da como resultado la salida de la funcién softmax.

esi

N Egzl ek

En la figura 2.10 se muestra la gréfica relacionada con el comportamiento de la funcién

(2.14)

o(2);

de activaciéon Softmax, la cual se puede visualizar con valores del 0-9, por lo que tenemos 10
clases y se muestra la probabilidad de que un digito pre-establecido corresponda a una de las

clases especificadas.

Probabilidad

Entradas

Figura 2.10 Implemantacion de la funcién Softmax.
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2.5.3 Tipos de capas.

Para el disefio de la arquitectura de una RNA, es importante conocer los tipos de capas con
las que se puede trabajar, las cuales tienen objetivos especificos por cumplir. A continuacién

se describen de manera breve algunas de ellas.

2.5.3.1 Densa.

La capa densa consiste en una matriz de pesos creada por la capa, a su vez estd compuesta
por un vector creado por la misma capa llamado bias. Para poder implementar este tipo de
capa, es importante indicar las unidades o neuronas con las que se pretende trabajar y del
mismo modo se tiene que indicar la funcién de activacién con la que se va a estar trabajando
en los célculos correspondientes a dicha capa.

Existen difententes argumentos que pueden incluirse en esta capa, pero los anteriormente men-

cionados son aquellos indispensables para un correcto funcionamiento.

2.5.3.2 Dropout.

Esta capa consiste en establecer de manera aleatoria una tasa fraccionaria de unidades de
entrada a 0 para cada actualizacién durante el tiempo de entrenamiento, este tipo de capa ayuda
principalmente a evitar un sobreajuste. Aquellas unidades que se mantienen son escaladas
segun la operacion 2.15, donde rate se refiere a una tasa establecia entre 0 y 1. Haciendo uso
de esta ecuacion, aseguramos que la suma no cambie en tiempo de entrenamiento ni en tiempo
de inferencia. Ademads de indicar la tasa, cabe resaltar que existen diferentes argumentos que
pueden incluirse en este tipo de capa, aunque para el presente trabajo solo se indic6 la tasa, el

cual es el argumento base para el correcto funcionamiento de la RNA.

1

- 2.15
1 — rate ( )
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2.5.4 Parametros para la validacion de la Red Neuronal Artificial.

Los pardmetros que se utilizan para la validacion de la red neuronal artificial es la funcion
de pérdida, la precision y la curva ROC (acrénimo de Receiver Operating Characteristic), la
cual se basa en el promedio general de la Red Neuronal Artificial Profunda.

Es posible determinar cuando el modelo se ajusta mejor a los datos porque el valor de la
funcioén de pérdida baja debido a que se esta acercando al minimo global, lo cual representa el
error minimo. A su vez, la funcién de pérdida es capaz de optimizar la retroalimentacién hacia
atras de la red con informacion de la capacidad del sistema[59].

El pardmetro correspondiente a la Entropia Binaria Cruzada fue elegido como un método
para calcular la funcién de pérdida, la cual esté incluida en el paquete de Keras. Este método
hace uso del principio de la distancia Kullback-Leiber, la cual es calculada con la ecuacién
2.16 y consiste en la medida entre dos funciones de densidad g and 4. La entropia cruzada es
un método iterativo que genera un conjunto de valores aleatorios que son actualizados con el

objetivo de generar valores aproximados [60].

Dig.) = [ g(fﬂ)ln%u(dl’) - [s@ngtontin) ~ [ g@inn@utis)  216)

Por otro lado, la funcién de precision seleccionada obtiene el promedio de la precisién basada
en el total de predicciones, esto es utilizado para problemas de clasificacion, esta funcion es
llamada precision-binaria, la cual estd dentro del paquete Keras. La precision es calculada con
la ecuacion 2.17, la cual se basa en la diferencia entre la clasificacion calculada y la clasifi-
cacion real y es representada como 1 - error, V _pred es el valor calculado de la clasificacion
y V _true es el valor real calculado. Este valor es obtenido para cada modelo, dando la opcion

para seleccionar el modelo que presenta un mejor rendimiento [61].

error = V;)'red - V;Tue (217)
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También se obtuvo la curva ROC, la cual es utilizada para medir la precision del modelo
clasificatorio y se basa en la especificidad y sensitividad. La especificidad representa el nlimero
de sujetos correspondientes a los controles que fueron correctamente clasificados y es calculado
como en la ecuacion 2.18 donde N PV representa el valor negativo predicho, TN representa

los verdaderos negativos y F'N los falsos negativos [62].

TN
TN+ FN

La sensitividad representa el niimero de sujetos que corresponden a casos y que fueron cor-

NPV (2.18)

rectamente clasificados, esto se obtiene con la ecuacion 2.19 donde P PV representa los valores

positivos predichos, T'P los verdaderos positivos y F'P representa los falsos positivos[62].

TP
TP+ FP

Para cada clase se calcula a curva ROC, asi como el macro-promedio y micro-promedio.

PPV (2.19)

El macro-promedio es la precision promedio en diferentes conjuntos arbitarios, y es calcu-
lado con la ecuacién 2.20 donde A; representa el promedio del conjunto 1 y A, representa el
promedio del conjunto 2.

A+ Ay

Macro — promedio = — (2.20)

El micro-promedio es la suma total de los verdaderos positivos y los falsos negativos para
diferentes conjuntos aleatorios y se calcula con la ecuacién 2.21, donde T'P; representa los
verdaderos positivos del conjunto 1, T'F, representa los verdaderos positivos del conjunto dos,
F'P; representa los falsos positivos del conjunto y y F'P; representa los falsos positivos del
conjunto dos [63].

TP+ TP,

Micro — dio = 2.21
tcro — promedio TP +TPh + FP, 1 [P, ( )
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2.6 Herramientas de implementacion para la Red Neuronal Arti-
ficial.

Para la implementacion de las Redes neuronales artificiales se hizo uso de las siguientes

herramientas:

e Python es un lenguaje de programacion interpretado, orientado a objetos y de alto nivel
con semantica dindmica. Sus estructuras de datos integradas de alto nivel, combinadas
con la tipificacién dindmica y el enlace dindmico, lo hacen muy atractivo para el rapido
desarrollo de aplicaciones, asi como para un lenguaje de scripting o pegamento para
conectar componentes existentes entre si. Python es una herramienta simple y facil de
aprender donde la sintaxis enfatiza la legibilidad, reduciendo el costo del mantenimiento
del programa. Python admite mddulos y paquetes, lo que fomenta la modularidad del
programa y la reutilizacion del codigo. El intérprete de Python y la extensa biblioteca
estdndar estin disponibles en formato fuente o binario sin cargo para todas las platafor-

mas principales, y se pueden distribuir libremente[64]

e Keras es una API de Redes Neuronales Artificiales profundas de alto nivel, disefiada
para realizar una experimentacion rdpida usando RNA profunda , enfocada en ser facil
de usar, modular y extensible. Fue desarrollado como parte del esfuerzo de investi-
gacion del proyecto ONEIROS (Sistema operativo de robot inteligente neuroelectronico

de composicion abierta) [65].

e Tensorflow es una biblioteca de software de codigo abierto para la programacién del
flujo de datos en una variedad de tareas. Es una biblioteca de matematicas simbolicas,
utilizada para aplicaciones de aprendizaje automético como Redes Neuronales Artifi-

ciales Profundas [66].



Capitulo 3

Implementacion de las Redes Neuronales
Profundas para la identificacion de biomar-
cadores en enfermedades no transmisibles.

Este capitulo contiene informacién correspondiente a los pasos que se siguieron para re-
alizar la experimentacion, asi como la interpretacion de los resultados obtenidos.

Los pasos seguidos para llevar a cabo este trabajo se muestran en la figura 3.1. Donde
A) corresponde a la adquisicion de la base de datos NHANES 2013-2014, B) se enfoca en el
pre-procesamiento de los datos necesario para posteriormente pasar a C) donde se realiza la

implementacion de la RNA, asi como la validacion y obtencion de resultados de la misma.

Pre-
procesamiento
de datos

Base de datos
NHANES
2013-2014

mplementacion
de la RNA.

A) B) Q)

Figura 3.1 Metodologia de trabajo del proyecto.
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3.1 Base de Datos NHANES 2013-2014.

National Health and Nutrition Examination Survey (NHANES) es un programa que disefia
una serie de estudios para llevar a cabo una entrevista con la intencién de medir el estatus
nutricional y de salud en adultos y nifios en los Estados Unidos, la cual fue fundada por el
Centro Nacional de Estadisticas de Salud(NCHS por sus siglas en inglé€s).

En el afio 1956, la Ley Nacional de Encuestas de Salud, otorgd autorizacion legistaltiva
para que po medio d euna encuesta se proporcionara informacion estadistica sobre la cantidad,
distribucion, efectos de enfermedades y discapacidad en los Estados Unidos. La informacion

es obtenida de tres fuentes principales
1. Datos de gente recolectados por entrevistas directas.

2. Pruebas clinicas, medidas, y examinaciones fisicas de personas seleccionadas para la

muestra.

3. Lugares donde las personas reciben atencion médica, ya sean hospitales, clinicas y/o

oficinas de doctores.

Las primeras tres encuestas fueron realizadas en los afios 60, y consistian en algunas en-
fermedades cronicas que se presentaban en adultos desde lo 18 hasta los 79 afios de edad, en
la siguente encuesta se incluyeron a nifios de 6 a 11 afos de edad, la tercer encuesta se enfocod
unicamente en jovenes de 12 a 17 afnos de edad. EI conjunto de las 3 encuestas tenian un
tamafio de muestra aproximado de 7,500 individuos.

La coleccion de datos que se realiza actualmente, comenzd a principios del afio 1999, y
anualmente se realiza un examen al sujeto. Todos los datos recolectados son ttiles para de-
terminar la prevalencia de algunas enfermedades, asi como sus factores de riesgo y lograr
la prevencion de ellas. Toda la informacién es utilizada para la realizacion de estudios epi-

demioldgicos y diferentes investigaciones en el drea de ciencias de la salud.
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Seleccion de los participantes.
El proceso de seleccion de los participantes para las encuestas NHANES consiste en cinco

pasos:

1. Todos los condados de Estados Unidos se divide en 15 grupos dependiendo de las carac-
teristicas, posteriormente se selecciona un condado de cada grupo y de ahi se obtienen

los 15 condados en donde se realizaran las encuestas de cada afio.

2. Una vez seleccionados los condados, estos se dividen en grupos mds pequefos, de los

cuales se seleccionan entre 20 y 24 de los nuevos grupos generados.

3. Posteriormente se identifican todas las casas que se encuentran dentro de los grupos

seleccionados y se elige una muestra de aproximadamente 30 viviendas por cada grupo.

4. Los entrevistadores de NHANES van a cada una de las viviendas que fueron selec-
cionadas en el paso anterior, y piden informacién correspondiente a edad, raza y sexo

de todas las personas que residen en dichas viviendas.

5. Finalmente, se hace uso de un algoritmo que aleatoriamente selecciona a algunos, a todos

0 a ninguno de los miembros del hogar.

La encuesta combina exdmenes fisicos y entrevistas, lo que permite desarrollar estudios a
través de diferentes caracteristicas de los individuos.

La estructura general de la encuesta de NHANES incluye varios tipos de entrevistas, inclu-
idas preguntas demogréficas, dietéticas y relacionadas con la salud. En la tabla 3.1 se presentan
las descripciones de los conjuntos de datos utilizados en este trabajo.

En la encuesta participaron un total de 27,631 sujetos. Los sujetos que participaron en las
entrevistas se seleccionaron al azar a través de un algoritmo que consiste en un disefio complejo
de multiples etapas con una serie de etapas y los sujetos.

La muestra de personas incluidas en el conjunto de datos de NHANES tiene como prin-
cipal poblacion objetivo a la poblacion residente no nacionalizada de los EE. UU., Incluidas

las personas hispanas, negras no hispanas, asidticas no hispanas, blancas no hispanas y otras
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Tabla 3.1 Descripcion de los tipos de cuestionarios realizados para generar el dataset.

Tipo de Cuestionario Descripcion
. El archivo demogréfico proporciona
Demogréfico
informacion individual, familiar y nivel de hogar.
Importancia para la salud ptblica en area de vigilancia, prevencion,
Evaluacion tratamiento, cuidado dental, politicas de salud,
evaluacion de programas de salud federales, entre otros.
) ) Informacion sobre: aculturacion, consumo de alcohol,
Cuestionario
estatus de diabetes, seguro de salud, entre otras

personas con 130% del nivel de pobreza, ademds de las personas blancas no hispanas y otras
personas de 80 afios 0 mas.

El conjunto de datos demogréficos contiene 9,801 sujetos de los cuales 4,826 son hombres
y 4,975 son mujeres, ambos pertenecen a un rango de edad que va desde O hasta 80 afos,

conteniendo un total de 39 caracteristicas.

3.2 Preprocesamiento de los datos.

El primer paso para el preprocesamiento de los datos consiste en mantener solo a aquellos
sujetos que presentaron informacion correspondiente a caries y diabetes, una vez filtrados estos
datos, se mezclaron para crear solo un conjuntos de datos. Como segundo paso, se detectaron
aquellos sujetos que presentaban informacion incompleta, o que no presentaban un estado pos-
itivo o negativo para ambas enfermedades (caries y diabetes), dichos sujetos fueron eliminados
del conjunto de datos.

En el tercer paso se eliminaron las caracteristicas que presentaban > 70 % de datos faltantes
o valores singulares. La caracteristica utilizada como resultado present6 dos estados: presencia
de caries y diabetes, etiquetada como ” 17, y la ausencia de caries y diabetes, etiquetada como

”O”
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Posteriormente, el método Z-score se usé para normalizar las 31 caracteristicas, en el con-
junto de datos, este método se seleccioné porque transforma los datos en una distribucién con
media 0 y desviacion estandar 1 y debido a que generalmente los datos no estdn definidos en
la misma escala numérica. Una vez aplicado el método Z-score, los datos son adecuados para
la clasificacidn.

Finalmente, tomando en cuenta la validacion de los resultados a obtener, se dividio el con-
junto de datos en dos sub conjuntos, uno correspondiente a entrenamiento, el cual contiene el

70% de los datos, y el 30% restante se utiliza para realizar las pruebas de validacion.

3.3 Implementacion de una RNA profunda para la clasificacion
de los datos.

Con base en la estructura de la base de datos propuesta, se propuso la implementacion de
perceptron multicapa con el algoritmo de propagacion hacia atrds (backpropagation), los cuales

se describen a continuacion.

Es importante saber que las RNA artificiales profundas se caracterizan principalmente por [67]:

e Tener una inclinacién natural a adquirir el conocimiento a través de la experiencia, el
cual es almacenado, al igual que en el cerebro, en el peso relativo de las conexiones

interneuronales.

e Tienen alta plasticidad y gran adaptabilidad, son capaces de cambiar dindmicante junto

con el medio.

e Poseen un alto nivel de tolerancia a fallas, es decir, pueden sufrir un dafio considerable
y continuar teniendo un buen comportamiento, al igual como ocurre en los sistemas

biologicos.

e Tener un comportamiento altamente no-lineal, lo que les permite procesar informacién

procedente de otros fendmenos no-lineales.
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La implementacion de la RNA profunda especificamente disefiada para este conjunto de
datos se llevo a cabo utilizando la paqueteria "Keras” y “Tensorflow” en Python. La clasifi-
cacion de los sujetos puede ser; paciente de control, lo que significa que no padece ni caries ni
diabetes y se encuentra etiquetado como ”0”’; o en caso contrario estan los pacientes que tienen
presencia de ambas afecciones, los cuales se etiquetan como ”17.

Una vez identificadas las variables y las muestras a analizar con sus respectivas etiquetas, se
procedio a disefiar la RNA profunda, la cual se muestra en la figura 3.2, el objetivo de esta RNA
profunda es clasificar como 70 la ausencia de caries y diabetes, y como ”1” la presencia de

ambas ENT. La estructura propuesta de la RNA profunda se compone de la siguiente manera:

e A la capa de entrada se le asignaron 31 neuronas que representan las 31 caracteristicas

en el conjunto de datos.
e La primera capa oculta dropout tiene un porcentaje de pérdida del 25%.
e La primera capa oculta densa fue compuesta por 100 neuronas.
e [a segunda capa oculta dropout tiene un un porcentaje de pérdida del 50%.
e [a segunda capa oculta densa fue asignada con 500 neuronas.
e La tercera capa oculta dropout tiene un una pérdida de 25%
e La tercera capa oculta densa estaba compuesta por 100 neuronas.
e [a cuarta capa oculta dropout tiene un una pérdida del 50%.

e Finalmente, la cuarta capa oculta densa corresponde a la capa de salida y se encuentra

caracterizada por dos neuronas que se refieren a las dos posibles clasificaciones.

El algoritmo de optimizaciéon implementado fue ”Adam”, el cual calcula la media moévil
exponencial del gradiente y el gradiente cuadrado. Este proceso se basa en el algoritmo de
descenso del gradiente estocdstico, utilizando el promedio del primer y segundo momento de

los gradientes, con el proposito de controlar el deterioro de esa media movil [68].
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Se hizo uso de dos funciones de activacion, la primera conocida como ReLu, la cual se

utilizé en las capas densas, excepto en la capa de salida, para esta ultima se hizo uso de la

funcidn softmax.
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Figura 3.2 Red Neuronal Profunda utilizada como clasificador de enfermedades no transmisibles.

Por otro lado, existe un paradmetro llamado épocas, el cual es un paraimetro de la RNA con-

figurable, la épocas hacen referencia al nimero de iteraciones que ejecutard la RNA. Antes de

realizar la clasificacion de los sujetos, se realiz6 una prueba donde el objetivo es determinar el

numero de épocas 6ptimo para la RNA, para ello se hizo una variacién en dicho nimero, en

la tabla 3.2 se muestran los resultados de la prueba realizada. Una vez vistos los resultados

correspondientes a la precision, funcion de pérdida y tiempo de procesamiento en segundos,

variando las épocas de la siguiente manera: 10, 50, 100, 150, 200 y 300, se determin6 que las
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épocas Optimas para este trabajo son 100.

Tabla 3.2 Resultado de los valores de precisién y funcidn de pérdida utilizando diferente nimero de
épocas.

, . . o Tiempo de Procesamiento
Epocas Precision Funcién de pérdida

(segundos)
10 0.9759 0.0824 3.6252
50 0.9916 0.0216 15.4416
100 0.9988 0.0048 29.2827
150 0.9992 0.0088 45.2142
200 0.9984 0.0047 58.9482
300 0.9980 0.0160 89.2401

Después de determinar el nimero de €pocas, se hicieron pruebas con diferentes arquitec-
turas propuestas, como se observa en la tabla 3.3, en las cuales se hicieron variaciones en el
nimero y tipo de capas, cantidad de neuronas por capas, se verifico la precision, funcion de
pérdida y tiempo de procesamiento en segundos. Con base en los resultados obtenidos del
procesamiento, se determiné hacer uso de la arquitectura que consta de cinco capas densas y

cuatro de tipo dropout, dichas capas se componen de la siguiente manera:

e Lacapa de entrada consta de 31 neuronas correspondientes a las caracteristicas utilizadas

para el anélisis.
e La primer capa oculta de tipo dropout tiene un porcentaje de pérdida del 25%.

e [a primer capa tipo densa se compone de 100 neuronas.

La segunda capa tipo dropout corresponde a un porcentaje de pérdida del 50%

La segunda capa oculta de tipo densa con 500 neuronas.

La tercer capa oculta de tipo dropout tiene una pérdida del 25 %.
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e La tercer capa de tipo densa se compone de 100 neuronas.
e La cuarta capa de tipo dropout tiene una pérdida del 50%.

e Finalmente, la cuarta capa de tipo densa corresponde a la capa de salida, contien dos

neuronas, las cuales hacen referencia a las dos posibles clasificaciones.



42

Tev86¢ 66000 79660 C<S0<00I<ST0<00S<S0<00I<CCO<IE v/S
0968°8¢ 81000 96660 C<00I< ST0<00S< S0<00I<STO<TIE €/S
[¥CL'9C 82000 26660 ¢<00I<00S<S0<00I<SCO0<IE S
€866°6C 87000 26660 ¢<00I<00S<S0<00I<IE 1/
e00¥¢ ¥100°0 88660 < CT0<00S< S0<00I<CTO<I¢E 1 74%
YCIL'1C ¢s00°0 88660 ¢<00S< S0<00I<STO< I¢ (9h%
999L°0¢ 82000 88660 ¢<00S< S0<00I<I¢ |Vi%
Ie16°S1 87000 78660 <0< 00I<SETO<I¢E (%43
0900°CT <0000 I < S0<00I<T¢E I/
66SY'Cl €000°0 I < I¢ 0/¢
(sopun3as) nodoiq/sesuaq
ojuaruesadoid op odwarg, EPIpIad ap ugtoun OISl SRHOTEN sede)

Tabla 3.3 Valores de precision, funcién de pérdida y tiempo de procesamiento con diferentes nimeros
de capas y neuronas



Capitulo 4

Resultados y Discusion

En el paso del preprocesamiento correspondiente al capitulo 3, una vez realizados los filtros
descritos, los 9,801 sujetos se redujeron a 3,552 de los cuales 1,812 son de género masculino y
1,740 de género femenino. En la Figura 4.1 se muestra el nimero de sujetos correspondientes
a controles y casos. Ademads las 39 caracteristicas fueron reducidas a 31 mads la caracteristica

que proporciona informacién sobre el diagnéstico.

Control
u Case

3041

Figura 4.1 Grafico que indica el nimero de casos y controles que se encuentran en la base de datos.

Después de la reduccion en el nimero de sujetos, el conjunto de datos quedo dividido con
2,125 controles y 361 casos para el entrenamiento de la RNA, y 916 controles y 150 casos para
realizar las pruebas a la RNA entrenada.

Una vez que se tienen todos parametros a utilizar, se procede a ejecutar la RNA, obteniendo

los resultados que a continuacidn se presentan.
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En la figura 4.2 se muestra el comportamiento de la precision, donde la linea azul se refiere
a los datos de entrenamiento, alcanzando un valor de 0.9964, la linea naranja corresponde a los

datos de prueba, alcanzando un valor de 0.9906.

100 4 — Training /\/\I\MWWM

—— Testing o
- N

0.98
0.96 1
0.94

0.92 A

Precisién

0.90 A

0.88

0.86

0.84 T T T T y T
0 20 40 60 80 100

Epocas

Figura 4.2 Gréfico de el comportamiento de la precision

La figura 4.3 muestra el comportamiento de la funcién de pérdida, donde la linea azul hace
referencia a los datos de entrenamiento, alcanzando un valor de 0.0099 y la linea naranja hace

referencia a los datos de prueba, alcanzando un valor de 0.0945.
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Figura 4.3 Grafico del comportamiento de la funcién de pérdida.
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Finalmente, en la Figura 4.4 se muestran las curvas ROC que representan el rendimiento
de la red neuronal. La linea rosa corresponde a la curva ROc de la clase 0 o de los sujetos de
control, la cual obtuvo un AUC = 0.99. La linea color azul claro correspoende a la curva ROC
de la clase ”1” o los sujetos caso, donde se obtuvo un AUC =0.99. La linea que se observa con
puntos color naranja corresponde a la curva ROC del micro-promedio obteniendo un AUC = 1
y por ultimo, la linea de puntos color azul oscuro corresponde al macro-promedio, en donde se

obtuvo un AUC= 0.99.
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Figura 4.4 Curvas ROC obtenidas con el promedio del rendimiento de la RNA.

Los datos utilizados para el desarrollo de este trabajo, se dividieron en dos conjuntos, de
los cuales uno corresponde al 70% de los datos, los cuales se emplearon para el entrenamiento
de la RNA, el segundo conjunto contiene el 30% del resto de los datos, los cuales se realiz
la prueba de la RNA. El entrenamiento de la RNA corrsponde en un total de 100 épocas o
iteraciones, las cuales fueron seleccionadas a partir de una comparacioén de difentes valores
como se muestra en la tabla 3.2. La RNA implementada hace uso del algoritmo Adam, con
la finalidad de mejorar el comportamiento RNA con cada retroalimentacién. La cantidad de
casos y controles aparentemente no se encuentra equilibrada, pero fue suficiente para obtener
una ejecucion significativa con respecto a la clasificacion de los sujetos. Con los datos cor-

respondientes a las pruebas, se hizo la validacion de los resultados obtenidos en la etapa de
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entrenamiento, tomando en cuenta las métricas de precision y funcién de pérdida. En la figura
4.2 y 4.3 es posible observar que el comportamiento del entrenamiento y de las pruebas siguen
un patron, lo cual indica que se logr6é una generalizacion en el proceso de aprendizaje. La
figura 4.2 indica que el 99% de los sujetos se lograron clasificar correctamente entre casos y
controles. Por otro lado la figura 4.3 indica que tanto para el conjunto de entrenamiento como
para el de pruebas, la funcidén de pérdida decrese, lo cual indica que la RNA se acerca a un
minimo global. Con los resultados obtenidos en la figura 4.4, se observa que en todas las cur-
vas ROC el valor correspondiente al AUC es estadisticamente significativo > 0.99, este dato

indica que la RNA es capaz de clasificar el 99% de los sujetos de manera correcta.



Capitulo 5

Conclusiones y trabajo futuro.

De acuerdo con los resultados obtenidos, es posible concluir que la base de datos es ade-
cuada para este trabajo, demostrando que es posible clasificar sujetos que tienen presencia de
caries y diabetes y a su vez pacientes con ausencia de ambas enfermedades, haciendo uso de
las 31 caracteristicas demograficas.

Las curvas ROC obtenidas muestran un comportamiento similar, lo cual indica que la gen-
eralizacion del modelo permite clasificar sujetos tanto con presencia de ambas ENT como con
ausencia de ambas.

Ademas con el presente trabajo se demuestra que la situacion demogréfica y socio-econdémica
es un factor importante para el desarrollo de caries y diabetes.

Con las caracteristicas seleccionadas para el desarrollo de esta investigacion, fue posible la
creacion de un modelo que logra clasificar si un paciente padece caries y diabetes o en caso
contrario, la ausencia de las mismas, con una precision estadisticamente significativa.

Estos resultados basados en descriptores demograficos muestran la relacién que existe con
respecto a caracteristicas correspondientes al nivel socio-econdmico, como son la cantidad de
personas que viven en el mismo hogar; estado civil; origen étinico; edad; nivel académico
e ingreso econdmico. Dicha relacién permite diferenciar a sujetos que padecen las ENT de
pacientes que no tienen ninguin padecimiento de este tipo.

Es importante recalcar que este trabajo proporciona un conocimiento preliminar de las ven-
tajas que tiene el hacer uso de este tipo de herramientas en el drea de la salud, este modelo,

puede ser utilizado como una herramienta de bajo costo y que dé soporte a los especialistas de
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la salud con el objetivo de proporcionar diagndsticos preventivos de padecer diabetes y caries,
buscando asi disminuir la incidencia tan alta existente para estas dos enfermedades, principal-
mente en regiones rurales o con menor desarrollo econdmico, donde se complica el acceso
a los diferentes servicios de salud necesarios para diagndsticar por los métodos tradicionales
estas ENT.

Trabajo Futuro.

Como trabajo futuro se propone en primer lugar la reduccion de caracteristicas por medio
de algoritmos genéticos para ver si es posible mantener un porcentaje de clasificacion es-
taditicamente significativo pero con una cantidad menor de caracteriticas analizadas.

Ademés, se puede hacer uso de la misma base de datos pero con otras técnicas de apren-
dizaje automadtico y realizar una comparativa de los resultados obtenidos.

También se propone realizar el presente trabajo pero aplicado a una base de datos que
contenga datos especificamente de la poblacién mexicana, esto con el objetivo de prevenir o en
su caso diagndsticar en etapas tempranas la caries y diabetes.

Finalmente, se puede hacer uso del modelo presentado en esta investigacion para crear
una herramienta de bajo costo que sirva de auxiliar a los médicos para la deteccidén de estas

enfermedades no transmisibles.






Apéndice A: Descripcion

Jaracteristica
RIAGENDR
RIDAGEYTR
RIDRETHI1
RIDRETH3
RIDEXMON

DMQMILIZ

DMDBORN4
DMDCITZN
DMDEDUCS
DMDEDUIC2
DMDMARTL
FIALANG
DMDIISIZ
DMDEFMSIZ
DMDHHSZA
DMDHHSZB
DMDHHSZE
DMDHRGND
DMDHRAGE
DMDHRBRA4
DMDHREDU

DMDIHIRMAR

DMDHSEDU
WTINT2YR
WTMEC2YR

SDMVPSU

SDMVSTRA

INDIHIN2
INDFMIN2
INDFMPIR

DX
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de descriptores de-

mograficos.

Descripeidn

Género del participante.

Edad en anos de los participantes al momento de la toma de muestra.
Informacién sobre raza y origen hispano.

Informacién sobre raza y origen hispano con categoria de Asiaticos no hispano
Seis meses del periodo enando fue realizada la evaluacion.

Fue servidor activo de las fuerzas armadas, reserva militar o guardia nacional
en Estado Unidos

Pais de nacimiento

Es cindadano estadounidense.

Ultimo grado de estudios recibido

Ultimo grado de estudio completado.

Estatus marital

Idioma del instrumento de la entrevista.

Niimero de personas en el hogar.

Nimero total de personas en la familia.

Niimero de ninos con 5 anos o menos.

Niimero de nifios de 6 a 17 aiios.

Nimero de adultos con 60 anos o mas.

Género de referencia de las personas en el hogar.

Edad de referencia de las personas en el hogar.

Lugar de referencia de las personas en el hogar.

Nivel de referencia de las personas en el hogar.

Estatus marital de referencia de las personas en el hogar.

Nivel de edueacion de referencia de las personas en el hogar.

Muestra completa del peso en dos anos.

Muestra completa de examen MEC por dos anos.

Unidad de varianza enmascarada variable psendo-PSU para la
estimacion de la varianza

Unidad de varianza enmascarada variable peudo—stratum para la
estimacion de la varianza

Ingreso total del hogar (reportado en un rango del valor de dolares)
Ingreso total de la familia (reportado en un rango de valor en dolares.)
Una proporeion de ingresos familiares a lineamientos de pobreza.
Salida del dataset 0 para ausencia de caries y diabetes y 1 para presencia
de ambas.

Figura A.1 Descripcion de las caracteristicas correspondientes al dataset utilizado.
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Apéndice B: Contribuciones.

Deep Artificial Neural Networks for the Diagnosis of Dental
Caries and Diabetes: Data from NHANES 2013-2014

Vanessa Alcala-Rmz!, Carlos E. Galvan-Tej ada!, Laura A. Zanella-Calzadal, Nubia M. Chaivez-
Lamas?, Jorge L. Galvin-Tejadal, Manuel Haro-Marquez®.

{wdrar 06, ericgalvan, lzanellac, nubiachavez, gatejo}@uaz edu mx, mhare@cozeyt. gob.mx

“Unidad Académica de Ingenieréa Eléctrica, Universidad Auténoma de Zacatecas, Jardin Juirez 147, Centro, 98000,
Zacatecas, Zac, Mexico;
*Clinica Conmmnitaria de Tacoaleche, Unidad Académica de Odontologia, Universidad Autonoma de Zacatecas, Jardin
Juarez 147, Centro, 98000, Zacatecas. Zac. Mexico:
‘Laboratorio de Software Libre, Consejo Zacatecano de Ciencia v Tecaologia, Av. de la Juventud 504, Zona A Javier
Barros Sierra, 98090, Zacatecas, Zac, Mexico.

Resumo: En los ulfimos afios, el estudio de la velacion entre dos enfarmedades no transmisibles, caries dental y
diabetes mellitus, estd aumentando, dada la incidencia y prevalencia de éstas. La caries dental es una enfermedad
multifactorial, con diversos factores de riesgo que contribuyen a su inicio y progresion. Los factores de riesgo pueden
clasificarse como biolégicos, ambientales o socioconductuales. También, la caries dental es un importante problema de
salud publica a nivel mundial y es la enfermedad ne transmisible mds extendida. La diabetes fambién es una
enfarmedad no transmisible que estd afectande a la poblacién mexicana en niveles preocupantes. Meéxico ocupa el
primer lugar en prevalencia de diabetes con un 13,9 %. La caries dental y la diabetes son enfermedades cronicas pero
prevenibles, por esta razén en este trabajo propusimos una red neuronal artificial (RNA) para clasificar a los sujetos
con presencia / ausencia de caries dental y diabetes mellitus. El analisis se basé en 31 caracteristicas que deferminan
el estado del paciente. El modelo propuesto se evalia mediante un analisis estadistico basade en &l caleulo de la
fimcion de pérdida, la precision, el area bajo la curva (AUC, por sus siglas en inglés) y la curva de caracteristicas
operativas receptoras (ROC, por sus siglas en inglés). Los resultades obtenidos son significativos, con una precisicn de
0,99, valores de AUC de 0,99y curvas ROC de clase 1 para micro-promedio y 0,99 para macro-promedio.

Palabras claves: Diabetes mellitus. Caries dental NHANES 2013-2014. Red neuronal artificial. Diagnostico asistido
por computadora, Analisis estadistico.

Abstract: In recent years, the study of the relationship between two noncommunicable diseases, dental caries and
diabetes mellitus, is increasing, given the incidence and prevalence of these. Dental caries is a multifactorial disease,
with many rvisk factors contribufing to their initiation and progression. The risk factors can be categorized as
biclogical, envirenmental or socio-behavioral, also dental caries is a major public health problem globally and is the
most widespread noncommunicable disease. Diabetes is also a noncommunicable disease that is affecting the Mexican
population in worrying levels. Mexico has the first place in prevalence diabetes with a 13.9 %6 Dental caries and
diabetes are chronic but preventable diseases, for this reason in this work we proposed an artificial neural network to
classify subjects with presence/absence of dental caries and diabetes mellifus, analysis was based on 31 features that
determines the patient status. Proposed model is evaluated through a statistical analysis based on the caleulus of loss
fimction, accuracy, area under the curve (AUC) and Receiving Operating Characteristics (ROC) curve. The results
obtained are significant, with an accuracy of 0.99, AUC values of 0.99 and a ROC cwrves of class of 1 for micro-
average and 0.99 for macro-average.

Keywords: Diabetes mellitns, Dental caries, NHANES 2013-2014, Artificial Newral Netwotl, Compufer-aided
diagnosis, Statistical analysis.

1 Introduction confributing to NCDs, whether from unhealthy diets,

) ) physical inactivity. exposure to tobacco smoke or the
Noncommmunicable diseases (NCDs), alse kmown as  harmful use of alechol [1].
chronic diseases, tend to be of long duration and are the . . . .
result of a combination of genetic. physiological, determmanl factor that increases the risk of developing
environmental and behaviors factors [1]. People of all age  NCDs are oral diseases, which are part of the components
groups, regions and countries are affected by NCDs. that most affect the quality of life of people. bemg an
These conditions are cffen associated with clder age unpo_ﬂ_am _poml m heal_th care. Tl:ue most  frequent
groups, but evidence shows that 15 million of all deaths ~ Condition in oral health iz dental caries. defined as a
attributed to NCDs occur between the ages of 30 and 69 mmltifactorial disease am:l co;lmdemd a major public
years. Of the “premature” deaths, over 85% are estimated health problem worldwide, being the most widespread
to occur in low- and middleincome countries. Children, NCD. According to the Global Burden of Disease Study.

adults and the elderly are all vulnerable to the risk factors 8 2015, ranking first for decay of permanent teeth (2.3
billion pecple) and 12th for deciduons teeth (560 million
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children). Besides, according to the World Health
Organization (WHO), dental caries affects between 60 %
and 90 %% of the population.

The greatest burden of this disease 15 in disadvantaged
and socially marginalized populations. which represents a
problem taling info account that the treatment of these
conditions is extremely expensive, with cral diseases
being the fourth most expensive canse to treat, according
to the WHO. limiting their access in countries [2].

Dental caries causes pain and a lecal systemic infection in
a specific region that progresses towards the dental pulp.
which if left untreated can develop a dental abscess [3]. It
presents many risk facters contributing to their initiation
and progression. which can be categonized as biological,
envirenmental and socio-behavioral [4], [5]. According to
the Organizacion Panamericana de la Salud.  the
development of dental caries depends on the frequency of
carbohydrate consumption. cariogenic plaque. saliva, the
characteristics of the food, the fime exposure, plagque
removal and susceptibility of the guest. as well as the few
preventive measures in oral health and the linuted access
to specialized dental medical services.

The factors mentioned above inferact in a simmltanecus
way, and they comrespond to different orders from
biclegical processes, to complex historical-cultural
structures and social relationships, sociceconomic level,
education level, among others. maling oral health a
complex phenomenon.

It is important to mention that among the NCDs that
increase their risk of occurence due to oral diseases are
cardiovascular and cerebrovascular diseases, as well as
diabetes mellifus. Diabetes mellitns is a NCD that
according to the WHO and the International Diabetes
Federation (IDF), the number of people with this disease
is increasing very fast all over the world, being nowadays
cne of the leading cawses of death and disability
worldwide and represents one of the greatest challenges
of the 21 century for the health and countries
development [6]. [7].

The NCD Risk Factor Collaboration (NCD-RisC)
estimates that the number of people with diabetes
gquadrupled between 1980 and 2014. Age-standardized
prevalence among adult men doubled during that tune
(from 43% to 90% ). and age-standardized prevalence
among adult women increased by 60% ( from 50% to
79%) [7]. coupled of this, diabetes has an important
global connotation considering that in 1994 there were
100 million people with this disease. 165 million in the
vear 2000 and forecast 300 million in 2025, In the United
States of America (USA), there is a significant percentage
of diabetes mellitus cases with a forecast of 65 million in
the vear 2025 [8]. [9].

Diabetes is defined as a mmlitifactorial and polygenic
metabolic diserder. and its pathogenesis is influenced by
diverse environmental and genetic risk factors [10]. This
disease is characterized by hyperglycemia resulting from
defects in insulin secretion insulin action, or both [11].
consisting in a complex disorder involving profound
alterations in the metabolism of carbohydrates, fats and
proteins [12]. Among its main effects are long-term

damage. dysfunction and failure of various organs, as well
as the vascolar complications that shorten the life
expectancy of those suffering from this disease, with
cardiovascular manifestations being ome of the recent
diagnoses at the time of detection of diabetes in
approximately 25 % of patients. [13].

Also, diabefic patients are associated with intensive loss
of fluid due to polyuria, reduced response to infections,
impaired comnective tissue metabolism  and various
microvascular changes. These factors are responsible for
various oral diseases in diabetic patients inclnding
xerostomia,  salivary  gland  dysfunction.  increased
susceptibility to bacterial, viral and fongal infection
periapical abscesses, loss of teeth, taste mmpairment and
dental caries, among others [14].

Type 2 diabetes mellitus (T2DM) is an expanding global
health problem, which has been described in the scientific
literature under different terms. as a nmltifactorial disease
that is characterized by localized and progressive
demineralization of the morganic portions of the tooth and
the subsequent deterioration of its organic part, with a
high degree of morbidity and high prevalence. Besides,
T2DM has been closely linked to the epidemic of dental
caries, since the prevalence of this condition is higher in
patients with T2DM compared to non-diabetic patients
[15]. [16]. [17]. [18]. [19].

One of the main reasons that makes it difficnlt to control
the incidence of diabetes and dental caries is that both are
multifactorial diseases; nevertheless, the implementation
of algorithms and the development of analyzes with
different approaches has been propesed, based on
computer-aided diagnosis (CADx), to support the
preventive diagnosis and the reduction of the high
prevalence, looking for the development of prediction and
classification models contained by the main factors that
affect these conditions [20]. [21].

One of the algorithms that have been implemented based
on CADx tools are Artificial Neural Networks (ANN),
which are defined as mathematical models based on a
principle of learning that follow the concept of artificial
mtelligence and the biological response of the human
brain ANN is a nonlinear method that allows the
mtegration of variables and easily handle large amounts
of data compared to linear analyzes, being one of the
reasons why this procedure is useful for complex pattern
recognition problems. The analysis with this alzorithm
may be better able to cope with the variability because
this system uses mathematical “weights” to decide the
probability that the input data belengs to a particular
output. These weights are adjusted by traiming the
network with labeled data or with known outputs.
Subsequently. the network can be tested with the
unknown data, providing a probability of such data
belonging to a particular output [22].

According to the literature, the implementation of CADx
systems has been widely used for the study of the
relationship between dental caries and disbetes, looking
for the development of supportive tools that may help to
the preventive and awtomated diagnosis of these
cenditions, in order to reduce their high incidence. In the
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study of Lai et al. [23] is developed an evaluation of the
difference in caries experience in diabetic and no diabetic
children, obtaining that a higher number of caries fiee
subjects was found in diabetic subjects in good metabolic
control (p < 0.1). indicating that diabetic children with
bad metabolic control are prone to a high caries risk.

Ferizi et al [24] propose a work based in a CADx
analysis looking for the influence of type 1 diabetes
mellitus (T1DM) on dental caries. Through a statistical
comparison. the data collected from a set of contrels and
cases (presence of TIDM and dental caries) was analyzed
using the chi-square test and Mann-Whitney U-test.
obtaining a significant relationship between subjects with
TIDM and the presence of dental caries (p < UUUI)
being possible to conclude that TIDM has an i

part in oral health since it appears that those with TIDM
present a higher risk for caries. In the work of Montalvan
et al. [23] is presented an expert system that proposes the
nuiritional diagnosis of dental caries and diabetes, among
other diseases. The system is able to give an avtomated
diagnosis based on the symptoms of the patient,
subsequently generating a suitable diet according to their
detected nutritional status. This system uses the nmltilayer
perceptron (MLP) algorithm which is a multilayer ANN
that assigns values to each of the nodes, looking to
minimize the emror function. Also, Barylo et al [26]
developed a study of the effects that diabetes mellitus
presents on patients” oral health through a statistical
analysis using a student’s test. According to the obtained
results, diabetes has a direct effect on oral health, showing
that the level of medical and preventive dental care mmst
be increased for diabetes patients. Song et al. [27] present
a study of the association between T2DM and untreated
dental caries, in order to identify diabetes as a risk factor
of caries, showing through their results that the
prevalence of untreated caries uncentrelled T2DM
subjects was about 26 % higher than those with normal
glhucose telerance levels. Finally, in the weork of Latti et al.
[23] 15 performed an evalvation of the effects of diabetes
mellitus on dental caries nucro-organisms responsible for
caries, through a depth-first search (DFS) index
technique. Results shown dental caries, among other
factors, increases in diabetics than in conmtrol subjects,
existing a relationship between diabetes mellitus, cral
microbiota and dental canes.

In the present study. the relationship that exists between
several features that involve the appearance of diabetes
and dental caries in the same patient is analyzed, looking
for the information that possible links these two NCDs.
The contribution of this study is presented in two parts,
first, to demonstrate that the same features can contribute
to describe the presence of dental caries and diabetes. and
second, the use of an ANN to determine if the patient has
developed diabetes and dental caries sinmltaneously,
obtaining a classification system that allows to leok for a
possible future prediction of diabetes and dental caries,
presenting preliminary results.

2 Materials and Methods

In this work is presented the development of a technique
based on ANNs to classify the presence of dental caries

and diabetes or the absence of dental caries and diabetes
in a subject.

In this section iz described the data from the Natiomal
Health and Nutrition Examinaticn Swvey (NHANES)
2013-2014 that were used for this work, as well as the
data preprocessing. data classification and validation of

the results.
‘ Walidation
Data
classification
Data ]
preprocessing
MNHANES

2013-2014
database

L]

Figure 1: Flowchart of the methedology followed. (A)
Dataset used from the NHANES 2013-2014, (B) Data
preprocessing, (C) Data classification and (D) Validation
of the ANN performance.

Figure 1 presents the flowchart of the methodology
followed. Section (A) 15 shown the database used. which
specifically corresponds to demographic data. In section
(B) is presented a preprocessing step where it was
necessary to prepare the data for a correct analysis of the
features, then i section (C) 15 shown the data
classification of subjects accerding to their status of
diabetes and dental caries. Section (D) makes reference to
a wvalidation step based on the receiver operating
characteristic (ROC) curve and the area under the curve
(AUC) in order to measure the accuracy and specificity
rate of the ANN performance in the classification of the
patients.

2.1 Data Description

NHANES is a program that designs a senies of studies to
perform a swvey in order to measure the health and
mutritional status of adults and children in the United
States (U.S.), which was founded by the National Center
for Health Statistics (NCHS). The swvey combines
physical examinations and interviews, allowing to
develop studies through different features of individuals.

The general structure of the NHANES survey includes
several fypes of imterviews, including demographic,
dietary and health-related cuestions. In Table 1 are
presented the descriptions of the datasets used in this
work.

2.2 Meta Data

The NHANES program interviewed 27631 subjects. The
subjects that participated in the interviewees were
randomly selected through an algorithm which consists of
a complex multistage probability design with a series of
stages. and the subjects.

The selection was performed with women and men that
beleng to different counties from the U5, These counties
were divided into 15 groups. then, from each group one
county was randomly selected obtamning 13 counties
After that, a sampling of segments was perfermed to each
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CQuestionmaire Description

Demographic The demographics file provides mdividual. family, and household level mformation.

Fxamminatio Public health sizmificance m areas of surveillance, prevention, treatment. dental care utilization,
Anmanan health policy, evaluation of Federal health programs, among others.

Cuestionnaire Information on: acculturation, alcohol use, diabetes status. health insurance, income, among ofhers.

county, selecting between 20 and 24 segments. and for
each segment there was selected a sample of about 30
households. Finally, the sampling of people was
interviewed with the information of the survey.

The sampling of people contained in the NHANES data
set has as main target population the nen-institutionalized
civilian resident population of the U.S, including
Hispanic, Non-Hispanic black, Non-Hispamc Asian Non-
Hispanic white and other persons at or below 130 % of
the poverty level, besides Non-Hispanic white and other
persons aged 80 years and older.

The demographic data set contains 9,801 subjects (male =
4,826 / female = 4.975) that belong to an age range from
0 to 80 years old, and a total of 39 features.

2.3 Data Preprocessing

Initially, only those subjects that presented the
information referenced to the dental caries and diabetes
status in all the data sets were kept. being subsequently
mixed in one data set. Then the subjects that presented
incomplete information were eliminated. as well as those
that did not present a positive or a negative status in both
conditions, dental caries and diabetes. On the other hand,
the features that presented = 70 % of nussing data or
singular values were removed.

The feature used as output presented two states: presence
of dental caries and diabetes, labeled as “1" and absence
of dental caries and diabetes. labeled as “0°.

The Z-score method was used to normalize the 31
features in the dataset, this method was selected becanse
transforms the data to a distribution with mean 0 and
standard deviation 1 and due to usually the data are not
defined in the same numeric scale. Once applied Z-score
method, the data are adequate for the classification.

Finally, for the purpose of validating the proposed
analysis, the data set was divided in two subsets, one for
training. centaining 70 % of the data and one for testing,

containing the 30 % remaining data.
2.4 Data Classification

There were two possible classifications for the patients,
control patients, ‘0", which are those with absence of
dental caries and diabetes, and case patients, 1", which
are those with presence of dental caries and diabetes. This
step was performed using a dense ANN that was
specifically designed for these data set, using the
packages “Keras™ and “TensorFlow™, for Python.

Python 15 an interpreted. object-oriented, high-level
programming language with dynamic semantics. [ts high-

level built in data structures, combined with dynamic
typing and dynamic binding, makes it very attractive for
rapid application development, as well as for a scripting
or glue language to connect existing components together.
Python is a simple and easy teol to learn where syntax
emphasizes readability, reducing the cost of program
maintenance. Python supports modules and packages,
which encowrages program modularity and code reuse.
The Python interpreter and the extensive standard library
are available in source or binary form without charge for
all major platforms and can be freely distnbuted [28].

Eeras 15 a high-level ANN API, designed to perform fast
experimentation wsing deep ANN, focusing on being user-
friendly, modular, and extensible. It was developed as
part of the research effort of project ONEIROS (Open-
ended Neuwro-Electromic Intelligent Fobot Operating
System) [29].

Tensorflow 15 an open-sowrce software library for data
flow programming across a range of tasks. It is a
symbolic math hbrary, uvsed for machine learming
applications such as ANN [30].

On the other hand, ANNs search a solution to a task
through the correlation between features, based in the
learning or training process that imitates the behavior of
biological newral networks.

ANNs gather their knowledge by detecting the patterns
and relationships in data and learn through expenence,
not from programming A deep ANN is formed from
hundreds of single units, called neurons, connected with
coefficients. called weights, which constitute the newral
structure and are orgamized in layers. The number of
layers is meodifiable as the number of newrons in each
layer. The power of neural computations comes from
connecting newons in a network Each processing
element has weighted inputs, a transfer function and one
output. The behavier of an ANN is determined by the
transfer functions of its nevrons, the learning rule, and the
architecture  itself. The weights are the adjustable
parameters, and. in that sense. an ANN is a parameterized
system [31].

The deep ANN that was designed for this work presented
the structure mentioned below:

The input layver was assigned with 31 newrons that
represents the 31 features in the data set.

¢ The first dropout hidden laver had a loss
percentage of 23%.

e The first dense hidden laver was composed by
100 nevrons.
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¢ The second dropout hidden layer had a loss
percentage of 50%.

¢ The second dense hidden layer was assigned
with 500 neurons.

¢ The third drepout hidden layer had a loss of
25%.

e The third dense hidden layer was composed by

100 nevwrons.

¢ The fourth dropout hidden laver had a loss of
50%.

+ Finally, the fourth dense hidden layer was the
output layer and it was characterized by two
nenrons  that refers to the two possible
classifications.

The cptimization algorithm implemented was ~Adam",
which calculates the exponential moving average of the
gradient and the square gradient. This process is based in
the stochastic gradient descent algorithm wusing the
average of the first and second moments of the gradients,
with the purpose of controlling the decay of that moving
average [32].

Besides, there were implemented two activation
functions, the first one is called rectified linear umit
(Rell), which was nsed in the dense layers (except in the
cutput layer). This function assigns ‘0 to the neurons that
present a value lower than “0° and assigns the original
value when this is upper or equal to “0°. ReLlU is shown
in Eqmation 1 [33].

ifz<0 0

ReLU(z) ={i_fz ~0 = o

The second activation fonction is called normalized
exponential or Softmax. This function is obtained from a
general logistic fonction, compressing a vector of
arbitrary values into a vector of values lecated in [0.1].
Equation 2 represents this function, where &%) is a K-
dimensional vector of z [34].

et

olz); = J=Ll..K
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Also, it 15 important to consider the mumber of epochs,
which is a configurable parameter that refers to the
number of iterations of ANN. The main objective is to
find the optimal oumber of epochs through some test
varying the epoch mumber. For this work, there were
established 100 epochs according to the results obtained
through many tests with different number of epoechs,
obtaining the best accwracy and loss function with 100
epochs.

2.2 Validation

The parameters calculated in this stage of the
methodology were the loss function, accuracy and ROC
curve. These values were calculated on each epoch and

the ROC curve was obtained with the average of the
general behavior of the deep ANN. It is possible to
determine when the model is fitting better to the data
because the value of the less function goes down becanse
the global minimuem was found or is approaching it
which represents the minimmm error. Also, the loss
fisnction is able to optimize the network feeding back with
information of the capacity of the system [35].

“Binary Cross-Entropy” was chosen as method to
calculate the loss function, which is included in the Keras
package. This method uses the Kullback-Leibler distance
principle, which consists in a measure between two
density functions g and h. Cross-entropy 1s an terative
method that generates a set of random values that are
updated in order to generate approximate values [36]. For
this work the accuracy function selected obtains the
average accuracy based in the total predictions and it is
used in binary classification problems, this fonction is
called "binary-accuracy”, which is contained in the keras
package. The accuracy parameter is calculated with the
Equation 3, which is based in the difference between the
caleulated classification and the real classification and is
represented as l-emor, Fpred 1s  the calenlated
classification value and Tirue is the true classification
value. This value is obtained for each model, giving the
option to select the model that present the better
performance [37].

arror = Voreg — Vorue 3)

There was also obtained the ROC corve, which 1s used to
measure the precision of the classification model and it is
based on the specificity and sensihvity rate. The
specificity represents the number of control subjects that
were correctly classified, and it is calculated with
Equation 4, where NPT represents the negative predictive
value, TIV represents the true negatives and FIV represents
the false negatives [38].

&

NPV =——
TN+ FN @

The sensitivity represents the number of case subjects that
were correctly classified, and it is calculated with
Equation 5 where FPI” represents the positive predictive
value, TP represents the true posttives and FF represents
the false positives [39].

PPV = ——
TP+ FP (5)

The ROC curves were calculated for each class, as well as
for the macro-average and micro-average precision. The
macro-average precision is the average accuracy in
different arbitrary sets, calculated with Equation 6, where
A represents the average of the set one and 4 represents
the average of the set two.

A+ 4,
2 ()

Macro — avernge =
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The micro-average precision is the sum of the total true
positives, false positives and false negatives for different
aleatory sets, calculated with Equation 7, where TP;
represents the true positives of the set one, TF;: represents
the tmue positives of the set two, FFP; represents the false
positives of the set one and FF; represents the false
positives of the set two [40].

TP, + TP,
TP, +TP +FP, +FP. (7)

Micro — overage =

As extra mformation it is mentioned that the computer
that was used for the development of this work was a
laptop Toshiba Satellite S55T-B52337, Imtel Core i7-
T300U 2.70GHz, 16GB, 500GB 55D, Ubuntu 16.4, 64-
bit; and the version of Python used is 2.7.

All the analysis was performed using the packages, Keras
215, Scipy 1.0.1. Pandas 0.22.0, Sklearn 0.191 and
Tenserflow 1.7.0.

3 Results

In the preprocessing step, the 9,801 subjects were reduced
to 3,552 (male = 1,812 / female = 1,740). In Figure 2 is
shown the number of control and case subjects. Besides,
the 39 demographic fishures were reduced to 32, shown in
Table 2.

® Conirdd
L =1

Figure 2: Graph of the mumber of patients contained in the
data set.

Then, the data set was divided in a traming set (2125
controls / 361 cases), and a testing set (916 controls / 150
cases), as shown in Figore 3.

Then, the 32 features were subjected to the deep ANN
constructed. The training data set was evaluated at each
epoch through the accuracy and the loss function The
number of epochs was tested with different values as
shown in Table 2, in order to find the mumber of epochs
that present the best result.

Also, a comparison of the results using different type of
layers, number of layers and mumber of newrons, was
performed, as shown in Table 3. The oumber of epochs

selected was 100, in a deep ANN with nine layers (five
dense layers and fowr dropout layers). The dense layers
contained: 31. 100, 500, 100 and 2 neurons, and the
dropout layers presented: 0.50, 0.25 and 0.50 percentages.
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Figure 3: Graph of the number of patients that belongs to

Table 2: Results of the accuracy and loss function values

using different number of epochs.

Epochs Acouracy Loss fimction time (5)
10 0.9759 00824 3.6282
30 09916 0.0216 15.4416
100 0.9988 0.0048 20287
150 0.9992 0.0088 452142

200 0.9984 0.0047 58.9482
300 (0.9980 0.0160 89.2401

In Figure 4 is shown the behavior of the accuracy, where
the blue line refers to the training data, reaching an
accuracy value of 0.9964, and the orange line refers to the
testing data, reaching an accuracy valve of 0.9906.
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Figure 4: Graph of the accuracy behavior.

In Figure 5 is shown the behavior of the loss function,
where the blue line refers to the training data, reaching a
loss functicn value of 0.0099, and the orange line refers to
the testing data, reaching a loss function value of 0.0043.
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Figure 5: Graph of the loss function behavior.

Finally. in Figure 6 are presented the ROC curves that
represent the performance of the deep ANN. The pink line
refers to the ROC curve of the class ‘0" or the control
subjects, which obtained an AUC = 0.99. The lizht blue
line refers to the ROC curve of the class “17 or the case
subjects, which obtained an AUC = 0.99. The dotted
orange line refers to the ROC curve of the micro-average,
which obtained an AUC = 1, and the dotted dark blue line
refers to the ROC curve of the macro-average, which
obtained an AUC = 0.99.
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Figure 6: ROC curves obtained with the average
performance of the ANN.

4 Discussion

The data set used in this work was separated in two
through an aleatory and balanced selection One set was
used for the traiming of the deep ANN. which consisted in
100 epochs. This number of epochs was selected based in
a comparison of different values. as shown in Table 2.
Then, the ANN was optimized with the Adam algorithm,
in order to improve the behavior of the ANN through a
feedback.

Omn the other hand, the test data set was used to evaluate
the ANN behavior. validating the results of the training
stage through the accuracy and lost function values.

The relaticnship between contrels and cases is apparently
disproportionate. however. the number of data for both
conditions was enough to reach a significant performance
in the classification of subjects.

According to the graph of the accuracy, 99 % of the
subjects were correctly classified between cases and
controls, and according to the graph of the loss function, it
is possible to observe a decreasing behavior for both data

sets, which implies that the ANN is approaching to the
global mininmm.

Besides. Figwre 4 and Figure 5 show that the behavior of
the training and the testing data follow a paftern
mdicating  that the model developed through the
constructed ANN reached a generalization in the learning
process.

On the other hand, even when the accuracy and loss
function values were obtained to measure the behavior of
the classification, the accuracy may provide a better result
than the real if the data has an infrinsic bias. Due to this,
the AUC value was alse obtained to check if the results
were statistically significant.

In Figure 6 is shown that all the ROC curves obtained an
AUC value statistically sigmficant = 0.99, which means
that the ANN model was able to classify 99 % of the data
cotrectly.

All the ROC cwrves presented a similar performance.
which implies that the classification performance is
egquitable, and the generalization of the model allows to
classify subjects of both classes.

The difference of the AUC wvalue that is presented
between the macro-average and micro-average, where the
vale of the micro-average is greater than the value of the
macro-average, may be due to the calculation of these
parameters, since the macro-average is obtained from tme
positives and true negatives rate using the whole amount
of data, and the nucro-average 1s obtamed from subsets of
data, where some subsets could present better AUC value
than the obtained with the whole set.

4 Conclusions

According to the results obtained from the evaluation
step. it was possible to conclude that the database was
adequate for this work, demonstrating that is possible to
classify subjects that have presence of dental caries and
diabetes from subjects with absence of dental caries and
diabetes using the information of the 32 demopraphic
featnres.

Therefore, throngh this work it is demonstrated that the
demegraphic situation is an important facter for the
development of both, dental caries and diabetes.

Finally, it is important to remark that this work gives a
preliminary kmowledze of the advantages that this kind of
implementations could have in health, since it 15 conclude
that the developed model can be used as a tocl to support
specialists for the simultanecus preventive diagnosis and
prediction of diabetes and dental caries. looking for
decreasing the high incidence of these diseases.

4 Future Work

Based on this worke it can be propesed as a future work
the analysis of a data set with exclusively Mexican
subjects information and a comparison with the results
obtained here, with the propose of proving how
demography can influence in the absence or presence of
dental caries and diabetes.
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Table 3: Values of accuracy. loss function and processing time with different mumber of layers and neurons.

Dense/ Neurons Agcuracy Loss fmction le?‘;llg e

Diropout s
20 31 =2 1 0.0003 12,4599
il 31=100=05=2 1 0.0002 15.0060
32 31 =025 =100 =05=2 0.9984 0.0048 15.0131
41 31 =100 =0.5=500 =2 0.9988 0.0028 20.7666
42 31 =0.25 =100 0.5 =500 =2 0.9988 0.0052 1714
43 31=0.25 =100 =0.5=500 =025 =2 0.9988 0.0044 24.0033
31 31 =100 =05 =500 =100 =2 0.9992 0.0048 13.3583
52 31 =025 =100 =0.5 =500 =100 =2 0.9992 0.0028 26.7241
53 31 =0.35=100 =0.5 =500 =025 =100 =2 0.99946 0.0018 28.8960
54 31 =025 =100 =0.5 =500 =0.25 =100 =0.5 =2 0.9964 0.0099 20.8431
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Abstract: Diabetes is a chronic and noncommunicable but preventable disease that is affecting
the Mexican population at worrying levels, being the first place in prevalence worldwide.
Early diabetes detection has become important to prevent other health conditions that involve
low organ yield until the patient death. Based on this problem, this work proposes the architecture
of an Artificial Neural Network (ANN) for the automated classification of healthy patients from
diabetics patients. The analysis was performed used a set of 19 para-clinical features to determine
the health status of the patients. The developed model was evaluated through a statistical analysis
based on the calculation of the loss function, accuracy, area under the curve (AUC) and receiving
operating characteristics (ROC) curve. The results obtained present statistically significant values,
with accuracy of 0.94 and AUC values of 0.98. Based on these results, it is possible to conclude that
the ANN implemented in this work can classify patients with presence of diabetes from controls with
significant accuracy, presenting preliminary results for the development of a diagnostic tool that can
be supportive for health specialists.

Keywords: type I diabetes; Artificial Neural Network; net reclassification improvement;
computer-aided diagnosis; statistical analysis

1. Introduction

According to the World Health Organization (WHO) and the International Diabetes Federation
(IDF), the number of people with diabetes is increasing very quickly all over the world. Diabetes is one
of the Noncommunicable Diiseases (NCD), also known as chronic diseases, which are characterized by
being of long duration and the result of a combination of different factors: genetic, environmental and
behavior factors [1].

Diabetes is a major cause of death and disability worldwide and represents one of the greatest
challenges of the Z1st century for health and development. The NCD Risk Factor Collaboration
(NCD-RisC) estimated that the number of people with diabetes quadrupled between 1980 and 2014
Age-standardized prevalence among adult men doubled during that time (from 4.3% to 9.0%), and
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age-standardized prevalence among adult women increased by 60% (from 5.0% to 7.9%) [2]. Moreover,
diabetes has an important global connotation considering that, in 2017, 451 million people aged
16-99 years lived with diabetes and the number of people are predicted to rise to 693 million by 2045
[3.4].

Diabetes is defined as a group of metabolic diseases characterized by hyperglycemia resulting
from defects in insulin secretion, insulin action, or both [5]. It consists of a complex disorder involving
profound alterations in the metabolism of carbohydrates, fats and proteins [6].

In the scientific literature, this condition has been described under different terms,
as a multifactorial and polygenic metabolic disorder, and its pathogenesis is influenced by diverse
environmental and genetic risk factors [7]. Specifically, type 2 diabetes (T2D) is an expanding global
health problem, closely linked to the epidemic of obesity [8].

Among the main effects of diabetes are long-term damage, dysfunction and failure of various
organs, and vascular complications that shorten the life expectancy of those who suffer from this disease.
For example, about 25% of persons with recent diagnosis have cardiovascular manifestations at the
detection moment [9].

Therefore, there is an urgent need to implement population-based interventions that prevent
diabetes and enhance its early detection [10].

There are several approaches to identify diabetes. For decades, the diagnosis of diabetes has been
based on glucose criteria, either the FPG (Fasting Plasma Glucose) or the 2-h plasma glucose (2-h PG)
value after a 75-g OGTT (Oral Glucose Tolerance Test) or A1C criteria [5,11].

Currently, algorithms based on computer-aided diagnosis (CADx) have been implemented for
the diagnosis of diabetes through prediction models to know the future behavior of some data related
to this disease.

Within these algorithms are found Arfificial Neural Networks (ANN), which are based
on mathematical models following the leamning principle of artificial intelligence, as well as the natural
response of the human neurons. ANNs are a nonlinear technique that integrates a set of variables through
many data; for that reason, this procedure is useful for complex pattern recognition problems [12].

The implementation of ANN in this area is a tool that could be used by health services [13,14]
because it gives information collected from diabetes cases and control cases (non-diabetic patients). Once
the dataset has been analyzed, it is possible to improve the diabetes diagnosis, impacting in a positive
way the health quality of the persons.

Carnimeo et al. [15] proposed the automatic detection of diabetic symptoms in retinal images by
using a multilevel perceptron neural network. The network is trained using algorithms for evaluating
the optimal global threshold that can minimize pixel classification errors. System performance is
evaluated by an adequate index to provide a percentage measure in the detection of eye suspect regions
based on neuro-fuzzy subsystem.

In addition, Cappon et al. [16] proposed the development of a tool based on ANN, optimizing
and personalizing the calculation of the bolus calculation through continuous monitoring of glucose levels,
obtaining useful and accessible information about patients that allows knowing if they have diabetes.

Om the other hand, Chen et al. [17] proposed the 5G-Smart Diabetes system based on CADx,
using different techniques of machine learning and big data to perform the analysis of patients suffering
diabetes. In addition, the data sharing mechanism and personalized data analysis model for 5G-Smart
Diabetes are presented in this work.

A continuing problem regarding diabetes despite its extensive study by different researchers is
the difficulty of its early diagnosis and the identification of risks factors that may help to reduce the
high incidence of this disease.

According to the above, in the present study, the objective was to analyze the relationship between
anthropometric and biochemical features involved in the condition of diabetes. The main contribution
of this work was to determine if a subject is presenting diabetes based in a set of specific features,
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which were analyzed through an ANN, obtaining a classification system that allows the identification
of diabetic patients from controls.

Therefore, the novel aspect of this work was the analysis of this type of data through a tool of
artificial intelligence looking for the relationship between the features used that allows automatically
classifying subjects with presence of diabetes from controls to support the diagnosis of these patients
through an automatic tool.

The rest of the paper is structured as follows. Section 2 describes the materials required for the
development of this work as well as the methodology proposed, which consists in three main steps:
data acquisition, data classification and validation. Section 3 presents the results obtained for each
of the stages proposed. In Section 4, the results are discussed. In Section 5, the final conclusions are
drawn.

2 Materials and Methods

The process performed for the classification between patients with presence of diabetes
and patients with absence of this disease is presented in this section, as well as the description
of the data and the validation of the results.

The methodology followed in this work consists in three main steps: (A) data acquisition; (B) data
classification; and (C) validation.

Data were acquired from the general hospital “Centro Médico Siglo XXI” with information from
Mexican patients. All subjects gave their informed consent for inclusion before they participated in
the study. The study was conducted in accordance with the Declaration of Helsinki, and the protocol
was approved by the Ethics Committee of “Instituto Mexicano del Seguro Social” and “Comision
MNacional de Investigacién Cientifica” (R-2011-785-018). The patient data were then classified according
to diabetes status. Finally, The ANN's performance was evaluated, based on the objective of accurately
classifying patients.

2.1. Subjects Description

The total number of patients contained in the dataset used for this work, is 1019, all Mexican, of
which 499 correspond to non-diabetic patients (controls) and 520 to diabetic patients (cases). The age of
the patients are between 35 and 65 years old, and 502 are female patients while 517 patients are male.

The criteria for the subjects to be part of the study were that the cases had less than five years of
evolution and without other diseases. For the controls, the criterion was that they did not present any
disease or metabolic syndrome. Pregnant women were excluded.

The diagnosis of the controls was made at the same time as the cases. The anthropometric
and biochemical information was obtained at the same time the sample was taken and the sample was
processed on the same day.

The glucose quantification was carried out for all participants in the overnight fasting of 12 h.
The quantification was performed by the glucose oxidase method with the ILAB300 plus Instrument
Laboratory, Bedford, MA, USA. The reference value was 70~100 mg/dL.

Finally, to ensure statistical significance, the sample was calculated with a 95% confidence level, with
a 5% confidence interval over a estimated population size of 17,000,000 (estimated diabetic people in
Mexico).

2.2, Features Description

In this work, 19 para-clinical features were analyzed, which are described in Table 1. They were
used as input features to an ANN, while as output feature the health status based on the condition of
diabetes of the patients was used.
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Table 1. Features description.

Feature Description
Age Patient age at the time of analysis.

Gender Patient gender (0—male / 1—female).

Education Studies concluded by the patient, {1—elementary school /2—secondary school,
3—|'ugh school /4—bachelor's degree).

Weight Patient weight in kilograms.

Height Patient height in centimeters,

Waist Patient waist perimeter in centimeters.

Hip Perimeter  Pabient hip perimeter in centimeters.

BMI Body Mass Index based on weight and height of a patient.

WHR Waist Hip-Ratio based on the circumiference of the waist to that of the hips.
SBP Systolic Blood Pressure based on the pressure in the blood vessels when the heart beats.
Lap Diastolic Blood Pressure based on the pressumn: in the blood vessels when the heart rests

between beats,
Glucose Blood glucese kevels in terms of milligrams.
MMO Clucose  Blood glucose kevels in terms of a molar concentration.
Insulin Patient insulin in the blood.
HOMA Homeostatic Model Assessment based on insulin resistance and beta-cell function.
Cholesterol Fat-like substance that is found in all cells in the patient body.

LDL Stands of low-density lipoprotein in the patient body.
HDL Stands for high-density lipoprotein in the patient body.
TR Triglycerides based on a type of fat {lipids) found in the patient body.

Output Diabetes status (0—control/ 1—case).

4of12

2.3. Data Analysis

In this work, a data analysis based on a multivariate approach was performed, looking for
the classification of patients according with their diabetes status. The input features represented the
input layer of a deep ANN. Afterwards, a statistical validation was carried out to evaluate the results.

24, Data Preprocessing

The dataset was composed of 19 features, which were normalized through the Z-core method.
This method transforms the data to a normal distribution with mean 0 and standard deviation 1.
Z-score was used with the purpose of adequate data for the classification, because usually the data
are not defined in the same numeric scale.

Once the dataset was normalized, it was randomly divided and balanced into two sets:

o The first one was the training set, which corresponded to the training stage, involving 70%
of all data.
. The second was the test set, which corresponded to the test stage, involving the remaining 30%.

2.4.1. Data Classification

The patients were classified based in an ANN approach according to their condition; the control
patients were labeled with “0, which are those who have not developed diabetes; and the case patients
were labeled with “17, which are those who have developed diabetes. This step was performed using
a dense ANN that was specifically designed for this dataset, using the packages Tensorflow and Keras,
for Python.

Tensorflow is an open-source software, symbolic math library focused in the dataflow
programming based on the ranging of tasks, which is widely applied in different machine learning
applications, such as ANN [15]. Keras is a high-level ANN API written in Python. It was created to
perform fast experimentation using deep ANN, and it presents three maim characteristics: user-friendly,
modular, and extensible [19].
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ANNs can have different layers, which are composed by nodes or neurons. In general terms,
an ANN fries to find a model that best describes the relationship between the input features
and the output feature. The number of layers is modifiable as the number of neurons in each layer [20].

ANMz have three main elements:

'] As mentioned above, an ANN has a set of connections that are called weights. The weights

are the elements that connect the input signal with a neuron through the calculation of their product.
s  The activation function affects the neurons, limiting the amplitude of the outputwith a finite value.
* An element summarizes the contributions of a weighted signal.

There are many types of layers but in this work two different layers were applied: a dense
layer, which consists of a matrix of weights created by the layer and a vector of values called bias;
and a dropout layer, which consists of randomly establishing a fractional rate, the main aim of this
type of layer being to avoid an overfitting problem.

The deep ANN designed for this work is shown in Figure 1, and the details of each layer
are described below:

Input layer: 19 neurons (the data set has 19 features).
Dropout hidden layer: loss percentage of 25%.
Dense hidden layer: 100 neurons.

Dropout hidden layer: loss percentage of 50%.
Dense hidden layer: 500 neurons.

Dropout hidden layer: loss percentage of 25%.
Dense hidden layer: 100 neurons.

Dropout hidden layer: loss percentage of 50%.
Qutput layer: 2 neurons {control/ diabetic).

N

Hz,
—0E —0X e
|1_.— -.— ::- -.-
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|-1.- -.- — = -. -_.i.ﬂz
. . — ) — .
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Figure L Graphic representation of the Artificial Neural Network (ANN) implemented.

For each dense layer, except the output dense layer, the activation function Rectified Linear Unit
(ReLU) was added, which assigns 0 to the neurons that present a value lower than 0 and assigns
the same value when this is equal or above 0. This function is calculated with Equation (1) [21].

ifz<0 0
ReLu(z) ={ fz>0 z M
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For the output layer, the activation function Softmax, also known as Normalized Exponential
function, was added. Softmax is based on a general logistic function, compressing a vector of arbitrary
values into a vector of values ranging [0, 1]. Equation (2) represents this function, where (z) refers to
the K-dimensional vector, z [22].

i
CEkae

The optimization algorithm implemented was “Adam”, which is based in the stochastic
gradient descent algorithm, using the average of the first and second moments of the gradients,
adapting the learning parameter. In other words, this algorithm calculates the exponential moving
average of the gradient and the square gradient, controlling the decay of that moving average [23].

The epoch number is a configurable value based on different parameters. For this work, there were
established 100 epochs according to the results obtained through many tests with different number of
epochs, where the best accuracy was reached using 100 epochs.

o(2); j=1..K @)

2.4.2, Evaluation

For the evaluation stage, the loss function and accuracy were calculated on each epoch,
and the receiving operating characteristics (ROC) curve was obtained with the average of the general
behavior of the deep ANN.

When the value of the loss function goes down, it indicates that the model is fitting better
to the data it is trying to model, looking for the global minimum, which represents the minimum
error. In addition, this function optimizes the network feeding back with information of the
system capacity [24]. The algorithm chosen to calculate the loss function in this work was “binary
cross-entropy”, which is included in the Keras package for Python, and is able to calculate the
crossentropy parameter specifically in binary classification problems. This method is based on the
Kullback-Leibler distance, which is calculated with Equation (3). This distance is a measure between
two density functions g and h. Cross-entropy is an iterative method that generates a set of random
values that are updated looking to generate more approximate values [25].

D(g,h) = 3X)  dry = -
a.h) I‘Q(I]mh{x] pldx) fg(x]f ng(x)pldx) f'c;(xju‘ b g (dx) (3)

The accuracy is the parameter that calculates the average performance of the ANN based
on the difference between the classification calculated and the real classification, as shown
in Equation (4), calculating the accuracy as l-error, where me. is the classification value calculated
and Vi, is the true classification value. It does not optimize the network but it obtains this value for
each of the models, giving the option to select the model that presents the better performance [26].

error = Vpred — Virue (4)

The accuracy function selected for this work was “binary-accuracy” function from the Keras
package. This function obtains the average accuracy based in the total predictions and it is used
in binary classification problems specifically.

The ROC curve is a parameter used to measure the classification precision of the model,
through the sensitivity and specificity. Sensitivity refers to the proportion of subjects with a positive
condition that were correctly classified and it is calculated with Equation (5), where PPV is the positive
predictive value, TP are the true positives and FP are the false positives [27].

Tr

PPV =157 Fp

(5)
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Specificity refers to the proportion of subjects with a negative condition that were correctly
classified and it is calculated with Equation (6), where NPV is the negative predictive value,
TN are the true negatives and FN are the false negatives [27].

TN
TN +FN

For each class, the ROC curves were obtained, as well as the ROC curve of the macro-average

NPV = (&)

and the micro-average precision. The micro-average precision refers to the sum of the total true
positives, false positives and false negatives for different sets, and it is calculated with Equation (7),
where TP are the true positives of one set, TP, are the true positives of a second set, FP; are the false
positives of the first set and FI%; are the false positives of the second [19].

TP +TH
TP+ TP +FP +FP

Finally, the macro-average precision is a value that calculates the average accuracy in different
arbitrary sets and it is obtained with Equation (8), where A, is the average of one set and A,

Micro — querage =

@)

is the average of a second set.

A+ A
2 ®
The implementation of this work was done with a laptop Toshiba Satellite 555T-B5233", Intel Core
i7-7500 U 270 GHz, 16 GB, 500 GB S5D, Ubuntu 164, 64-bit; and with Python version 27 (Toshiba,
Tokio, Japan) [28].
All analyses were performed in Python 2.7.12, using the packages, Keras 2.1.5, Scipy 1.0.1, Pandas
0.22.0, Sklearn 0.191 and Tensorflow 1.7.0.

Macre — average =

3. Results

The dataset was initially divided in two subsets, one for training containing 70% of the data (349
controls/ 364 cases), and one for testing containing 30% of the data (150 controls/ 156 cases).

The dataset used for the training of the deep ANN was evaluated at each epoch with the accuracy
and loss function parameters. The number of epochs was tested with different values, as shown
in Table 2, looking for the number of epochs that present the best result.

Table 2 Accuracy and loss function values using different number of epochs,

Epochs  Accuracy Loss Function  Processing Time (s)

10 0.93 0.21 1.59
50 0.94 0.20 512
100 0.96 0.21 9.35
150 0.54 0.23 13.96
200 0.53 0.25 18.23
300 0.93 0.30 718
500 0.54 0.29 44.12
1000 0.93 0.39 B6.99

In addition, a comparison of the results using different type of layers, number of layers and
number of neurons was made, which is shown in Table 3. The structure selected is presented in bold,
which is characterized by a number of epochs of 100, in a deep ANN with nine layers, five dense layers
and four dropout layers. The dense layers contained 19, 100, 500, 100 and 2 neurons, and the dropout
layers presented 0.50, 0.25 and (.50 percentages.
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Table 3. Accuracy, loss function and processing time with different number of layers and neurons,

Layers Dense/Dropout Meurons Accuracy Loss Function Processing Time (s)
/0 1912 0.94 020 a8
2/1 19=05>2 094 020 437
31 19 100> 05> 2 095 020 483
3/2 19> 025> 100> 05=2 0.95 e 520
4/1 19> 100> 05> 500> 2 0.97 025 6,59
4/2 19> 025> 100> 05>500> 2 0.9% 0z 6,97
4/3 19> 025> 100> 05> 500> 025> 2 0.9% 03 7.63
5/1 19> 100> 0.5 500> 100 = 2 0.98 o3 817
5/2 19> 025> 100> 05> 500> 100 =2 095 o 8.62
5/3 19> 025> 100> 05> 500> 025> 100> 2 095 02z an
5i4 19> 0.25> 100> 0.5> 500> 0.25> 100> 0.5= 2 0.96 ik § 9501

1 Structure selected for the Artifical Neural Network (ANN).

Figure 2 shows the behavior of the accuracy, where the blue line represents the training data,
with an accuracy value of 0.96, and the orange line represents the testing data, with an accuracy value
of 0.94,

—— Training

W“ LA \

aan
f
)
.85 )

o.80 |

Epoch
Figure 2. Accuracy behavior.
Figure 3 shows the behavior of the loss function, where the blue line represents the training data,

with a loss function value of 0.11, and the orange line represents the testing data, with a loss function
value of 0.23.
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Figure 3. Loss function behavior

Even when the accuracy and loss function values were obtained to measure the behavior of
the classification of subjects, the accuracy is a parameter that may provide a better result than the real
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accuracy bias is present in the data. Due to this situation, the area under the curve (AUC) value was
calculated to check that the results obtained were stafistically significant.

Figure 4 presents the ROC curves obtained based in the performance of the deep ANN.
The ROC curve for the class 0 {(control patients) is presented in pink, with an AUC value of 0.98.
The ROC curve for the class 1 (case patients) is presented in light blue, with an AUC value of 0.98.
The ROC curve calculated with the micro-average is presented in dotted orange, obtaining an AUC
value of 0.98. Finally, the ROC curve calculated with the macro-average is presented in dotted dark
blue, with an AUC value of 0.98.

10 -
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EF“ -
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[:L.] -
-
.-"‘I
- s e WEETO-aYETa e FIOC (Ve [AUC = 0.58]
-
o -~ == Macrg-average RDC cerve [AUT = 0,380
- ROEC ciired of class 0 (AU = 0.98)
o —— RO curve of class 1 1AUC = 0.98)
oo
[+L] [+ [ [+1] @ 1
Falke poatnes

Figure 4. Receiving operating characteristics (ROC) curves obtained with the average performance of
the ANN. AUC: area under the curve.

4, Discussion

The dataset used in this work was classified into two subsets through an aleatory and balanced
selection. One subset was used for the training of the deep ANN, which consisted of 100 epochs.
This number of epochs was selected based in a comparison of different values, as shown in Table 2.
Then, the ANN was optimized with the Adam algorithm to improve the behavior of the ANN through
feedback.

The other subset was used for testing the ANN behavior, and it validated the results of the training
stage through the accuracy and loss function values.

Figures 2 and 3 show that the behaviors of the training data and testing data follow the same
pattern, which indicates that the model obtained through the ANN became generalized with the
learning process by being able to classify unknown data with the same performance as the known
data.

It is important to remark that Figure 3 shows that the loss function is decreasing while the deep
ANN is doing the training, as well as in the testing stage, which implies an approximation to the global
minimum, while, in Figure 2, the behavior of the accuracy improves with the increase of the epochs for
both datasets, indicating that both are improving their classification capacity in a similar proportion
based on the learning,

The validation step allowed knowing that all ROC curves obtained, as presented in Figure 4,
achieved statistically significant AUC values of around 0.98, which means that the ANN model
presented a sensitivity—specificity rate that is able to classify the data with only 2% erron

Then, according to the results of the validation stage, the generalization of the model allowed
significant values to be obtained for both classes, “0” and “1”, and for both measures, micro-average
and macro-average.

It is important to mention that obtaining similar rmesults in the micro-average
and the macro-average represents great stability and robustness in this analysis, since the micro-average
is calculated through the average of subsets of data and the macro-average is calculated using
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the complete dataset, implying that the data can be classified correctly regardless of how many are
presented.

The positive results obtained are due to the features subjected to the ANN designed, as
presented in Table 1, and the relationship between them. According to the literature, some of features
are strongly related to diabetes disease and they can provide information to determine if a patient
is prone to this condition. For example, the Body Mass Index (BMI), which is based on the weight
and height, indicates the patient is prone to diabetes when itis =2,

In addition, compared to other works, this research presents higher values in the results
of the obtained accuracy, as presented in Table 4.

Table 4. Accuracy presented in related works,

Work Description Accuracy
Ndaba et al. [29] Diabetes classification based on a regression ANN 86.00%
Soltani et al [30] Diabetes diagnosis based on a probabilistic ANN 89.56%

Sejdinovié et al. [31] Diabetes classification on an ANN 93.90%
Chen et al. [17] Diabetes classification model based on boosting algorithms — 95.30%

On the other hand, one of the limitations of this work was related to the number of features used.
It could be interesting to propose a dataset containing a greater number of features, looking for the
improvement of the current results, to determine the main risk factors in the Mexican population.

In addition, it could be beneficial to create a device that implements the model developed to
automate the diagnosis of diabetes and yield faster and more reliable results, supporting the initial
diagnosis of the specialist

It is important to mention that the implementation of the developed model does not need high
computational cost, which is an advantage because it is not necessary to acquire any special hardware.
Besides, for the development of this work, only free software was used, thus it does not imply any cost
in licenses.

Finally, one of the points that most support the results is that the dataset contained the information
of Mexican patients, which can help to improve the Mexican health through data-based tools developed
with their own demography.

5. Conclusions

The results were validated through an evaluation step, being possible to conclude that the database
was adequate for this work, demonstrating that is possible to classify persons with diabetes and persons
who have not developed it, using the information of the 19 features previously mentioned.

The implementation of an ANN that was trained and tested with para-clinical data was
to show the importance of having these types of data in the development of diabetes. Therefore,
obtaining an accuracy of 0.96 allowed checking this hypothesis since the classification of cases from
controls was correct 9%6% of the time.

The strong relationship between some features caused the good classification of persons according
to the implemented model. The features used for this work represent the important risk factors
to develop diabetes.

Because the dataset is based on Mexican people with presence and absence of diabetes, this work
gives the advantage of knowing the important features to determinate this condition, and it is possible
to create an auxiliary system that helps specialists to support their first diagnostic.

Based on these results, it is possible to conclude that these features present significant
information for the classification of Mexican people with presence of diabetes from those with absence,
which means that this information could be also used as a tool to support specialists for the preventive
diagnosis and prediction of diabetes, helping to decrease the high incidence rate of this disease
in Mexican population.
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